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 چکیده

 سازی بهینهمنظور  به، کنترل دقیق متغیرهای داخلی گلخانه ای ایجاد محیطی مناسب برای رشد بهینه گیاه گلخانه منظور ترین اقدامات به یکی از مهم
های جدید، هوشمندسازی گلخانه است. اولین قدم در این مسیر،  یکی از ایدهمیزان تبادلات انرژی بین گلخانه با محیط بیرون است. در این راستا 

تخمین چهار  برای( MLP-RBF) شبکه عصبی دو مدلدر این تحقیق از  از این روآید.  متغیرهای تاثیرگذار یک گلخانه به حساب میبینی تمامی  پیش
با ساختار ویژه واقع در شهر ملاثانی اهواز  ای ( یک گلخانه دوطرفه شیشهشامل دمای هوا، گیاه، سقف و رطوبت هوای داخل گلخانه) گذارتأثیرمتغیر 

عنوان فاکتورهای ورودی  تابش روی سطح افق به نینهمچ و هوای بیرون بیرونی شامل دما و رطوبت محیطی بدین منظور از متغیرهای شد.استفاده 
مترمکعب( انجام گرفت. نتایج نشان  07مترمربع( و حجم هوای ) 70ای به مساحت ) برداری توسط حسگرهای مربوطه در گلخانه ها، استفاده شد. داده مدل
درصد از  07و  07پذیری هر دو مدل با  تعمیم قابلیتبرخوردار است. در این تحقیق  MLPتر نسبت به مدل  % بیش07از دقتی حدود  RBFکه مدل  داد

 ،MLPتر نسبت به مدل  های کم قادر است با مجموعه داده RBFنشان داد که مدل دست آمده  بههای آموزشی مورد بررسی قرار گرفت. نتایج  کل داده
تواند  در این تحقیق بود که می RBFتر از مزایای شناخته شده مدل  های کم برآورد کند. دقت بالاتر و قابلیت کار با مجموعه داده تر بهتر و دقیق نتایج را

 ها مورد استفاده قرار گیرد. های نسل جدید و کنترل آن در هوشمند کردن گلخانه
 

  سازی مدل های هوشمند، گلخانه، گلخانه دوطرفه، شبکه عصبی: کلیدی های واژه
 

 1مقدمه

های ایران، باعث افزایش انرژی در اکثر گلخانهرویه مصرف بی
زیست و هدررفت منابع با ی محصول، آلودگی محیطقیمت تمام شده

های گذشته شده است. از طرفی، توسعه ارزش فسیلی طی دهه
علت وقوع پیوسته که بهها در کشور در حالی بهگیر انواع گلخانه چشم

ازای تولید هر واحد  ههای موجود، مصرف انرژی بضعف در فناوری
 های جهانی استتر از میانگینمحصول، تا چندین برابر بیش

(Vadiee and Martin, 2013; Taki et al., 2016.)  یکی از دلایل
های ایران، پوشش و اسکلت اصلی بالا بودن مصرف انرژی در گلخانه

ترین های مرسوم است. ابتدایینامناسب و غیرعلمی در انواع گلخانه
های کشاورزی معمولاً مبتنی بر اصول مهندسی در ساخت گلخانه

در متأسفانه باشد که انتقال حرارت و جرم می فرآیندسازی اولیه مدل
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 ,.Taki et alاین راستا تحقیقات بسیار اندکی انجام گرفته است )

2018aتر (. عامل دیگر که در اکثر تحقیقات مربوط به این حوزه کم
شود بحث مدیریت بهینه شرایط داخلی گلخانه است. به آن توجه می

سنج در وسط گلخانه از دماسنج و رطوبت های سنتی معمولاًدر گلخانه
شود. این موضوع ای از کل حجم گلخانه استفاده میعنوان نمایندهبه

های پیشرفته از طریق جایگزینی حسگرها با انواع در گلخانه
تا حدی  هاآننین افزایش تعداد ها و همچسنجها و رطوبت دماسنج

(. Sethi and Dubey, 2008; Sethi, 2009اصلاح شده است )
 تر از حسگرها سبب افزایش هزینه اولیه گلخانه و نهایتاًاستفاده بیش

شود. در این راستا تحقیقات قیمت نهایی محصول برداشت شده می
های همنظور هوشمند کردن گلخانمختلفی از اوایل قرن بیستم به

تر به مدیریت متغیرهای داخلی گلخانه )دما، کشاورزی و توجه بیش
گرا ( انجام شده است که مبنای عملغیرهو  CO2رطوبت، شدت نور، 

سازی اولیه شرایط گلخانه با توجه به مدل ،شدن تمامی این تحقیقات
متغیرهای خارجی از جمله دما، رطوبت، سرعت باد، میزان تابش و 

 ;Gupta et al., 2012; Van Straten et al., 2011) است غیره

Van Ooteghem et al., 2007.) های اولیه علاوه بر سازیمدل
فراهم کردن شرایط بهتر مدیریتی در گلخانه، یکی از موارد اساسی 

های منظور استفاده از سایر تجهیزات پیشرفته و همچنین انرژیبه
استفاده از  7337ن، از سال تجدیدپذیر در گلخانه است. در این بی
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ها رونق های داخلی گلخانهبینیهای عصبی مصنوعی در پیششبکه
مطالعات متنوعی در این زمینه انجام شد. مطالعات اولیه  گرفت و

منظور معرفی این ابزار و روش کارکرد آن بود ولی به مرور تحقیقات  به
(، Hill, 2006)متنوعی شامل کنترل شرایط محیطی داخل گلخانه 

بینی برخی ( و تخمین یا پیشBot, 1983سازی فیزیکی گلخانه )مدل
 ,.Boaventura et alهای داخلی گلخانه انجام گرفت )از پارامتر

2000; Coelho et al., 2002; Manuel et al., 2005; Linker 

and Seginer, 2004; Taki et al., 2018b .)از  یقیدر تحق
کردن  نیگزیجا یبرا یمنظور ابزار به یمصنوع یعصب یها شبکه

در (. Ferreira et al., 2002)انواع سنسورها در گلخانه استفاده شد 
 ییمترهااداخل گلخانه از پار یهوا یدما نیمنظور تخم مطالعه به نیا

 نیو همچن رونیب یهوا یگلخانه، دما یتابش ورود زانیهمچون م
نشان داد که  جیداخل گلخانه استفاده شد. نتا یرطوبت هوا زانیم

 یهوا یدما راتییتغ زانیقادر است م یدرست ابزار به نیاستفاده از ا
منظور  به یبزند ول نیرا تخم کیدروپونیبا کشت ه یاداخل گلخانه

وجود  اد،یز سکیاز ر یریجلوگ نیدقت و همچن زانیم شیافزا
در شد.  هیبا دقت متوسط و به تعداد کم در گلخانه توص ییسنسورها
 شبکه حرارتی، هایمدل نتایج بین مقایسه و بررسی بهتحقیقی 

 بینیپیش به منظور چندگانه رگرسیون و (MLP) مصنوعی عصبی
 در شده تلف انرژی میزان و گلخانه پوشش دمای هوا، دمای

 نتایج. (Taki et al., 2016پرداخته شد ) خورشیدی،نیمه ای گلخانه
 دمای مقادیر است قادر عصبی شبکه مدل داد که نشان این تحقیق

بزند. در  تخمین دیگر مدل دو از بالاتر دقتی با را گلخانه پوشش و هوا
 و عصبی شبکه مدل از، Dariouchy et al. (2009)تحقیق دیگری، 

 هوای دمای و رطوبت درصد بینیپیش برای رگرسیونی هایمدل
 رطوبت تحقیق، این در. شد استفاده مراکش در ایگلخانه داخلی
 افق، سطح روی خورشید تابش شدت گلخانه، بیرون هوای نسبی
 عنوان به بیرون گلخانه هوای دمایهمچنین  و باد سرعت و جهت

 عنوان به گلخانه داخلی رطوبت درصد و دما و ورودی متغیرهای
 قادر عصبی شبکه که داد نشان نتایج .شد گرفته نظر در مدل خروجی

 نشان رگرسیونی کلاسیک هایمدل انواع به نسبت بهتری نتایج است
 در گلخانه داخل نسبی رطوبت و دما بینیپیش در خطا میزان. دهد
نتایج سایر تحقیقات در  شد. گزارش درصد 00/9 و 09/0 تحقیق این

 Takiکنند )میتأیید را  شبکه عصبیهای این زمینه نیز برتری مدل

et al., 2017; Taki et al., 2018b; Ben Ali et al., 2016; 

Feng et al., 2016; Lachouri et al., 2016.) 
مقایسه بین  مطالعه،فوق، هدف از این  نتایج تحقیقاتبا توجه به 

منظور تخمین پارامترهای  ( بهMLP-RBF) شبکه عصبی دو مدل
واقع در شهرستان اهواز است. ای یک گلخانه دوطرفه شیشه موثر

واقع شدن در محیطی گرم و مرطوب  ساختار این نوع گلخانه به دلیل
ندرت مورد بررسی  ای است که در منابع داخلی و خارجی بهبه گونه

از های مرسوم همراه با روش. در این تحقیق قرار گرفته است
مقدار منظور یافتن بهینه  های آموزشی بههای مختلف داده نسبت

به منظور افزایش  K-fold های آموزش مدل و همچنین از روش داده
شود که استفاده استفاده می قابلیت اطمینان به نتایج شبکه عصبی نیز
مقایسه بین این  .نادر است از این روش در این زمینه تحقیقاتی تقریباً

درستی میزان خطا در هردو نوع مدل را تواند بهدو نوع مدل می
های کشاورزی گلخانهکرده و در آینده برای کنترل هوشمند  مشخص
 ط محیطی مورد استفاده قرار گیرد.با توجه به شرایدر ایران 

 هامواد و روش

 ساختار گلخانه و محل اجرای تحقیق

قیمت و مناسب مطالعه و بررسی روشی ارزان این پژوهش با هدف
و  دوطرفهای شیشه گلخانهیک برای تخمین متغیرهای داخلی 

دانشگاه علوم  درهوایی  شرایط آب و به هوشمندسازی آن باتوجه
 90کشاورزی و منابع طبیعی خوزستان واقع در شهرستان ملاثانی در 

کیلومتری شمال اهواز انجام شد. گلخانه مورد بررسی از نوع دوطرفه 
غربی است. این گلخانه دارای  -ای و جهت قرارگیری آن شرقیشیشه

متری سطح  7یژه است که به دلیل قرارگیری در عمق ساختاری و
. گیردبسیار سرد مورد استفاده قرار می یازمین در مناطق بسیار گرم 

 07 مترمربع و حجم هوای 70مساحت  مورد نظر دارای گلخانه
های دما و رطوبت از داخل و بیرون داده ،منظور بدین. استمترمکعب 

ساخت  SHT 11مدل )حسگرهای دما  توسطگلخانه مورد نظر 
درصد  ±9گراد و درجه سانتی ±0/7آمریکا با دقت  CMOSشرکت 

های تابش در داخل گلخانه، در داده .شد برداشت (برای دما و رطوبت
 برداشت TES132سنج مدل تابش توسطیک سطح تراز شده زمین، 

طول های تابش در محدوده سنج قادر است دادهشد. این نوع تابش
 .% برداشت کند0دقتی در حدود  نانومتر را با 7777تا  077موج 
با قابلیت ذخیره  DT186های سرعت باد توسط بادسنج مدل  داده

نمایی  7شکل  .متربرثانیه، برداشت شد 07تا  7/7داده در بازه  90777
را نشان  ی مورد استفادهحسگرهاانواع از گلخانه مربوطه همراه با 

محل نصب حسگرهای فوق را در نقاط مختلف  0شکل  دهد.می
 دهد. ای مورد نظر نشان میگلخانه شیشه

 (RBFو  MLPهای عصبی مصنوعی )شبکه
( در این MLP)7شبکه عصبی مصنوعی پرسپترون چندلایه

ی ورودی )متغیرهای محیطی خارج از گلخانه شامل تحقیق از لایه
دما و رطوبت هوا و همچنین تابش(، لایه مخفی و لایه خروجی 

با  MLP)شامل چهار متغیر داخلی گلخانه( تشکیل شده است. شبکه 
دریافت بردار ورودی، بردار خروجی تولید خواهد کرد. هدف، اتخاذ 

                                                   
1- Multilayer Perceptron 
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 (.Rohani et al., 2011بینی است ) پیشترین خطای به کمیابی منظور دست پارامترهای صحیح شبکه به

  
 بادسنج

Anemometer 

 ای دوطرفهگلخانه شیشه
Uneven glass greenhouse 

  
 SHT11سنسور 

SHT11 Sensor 

 سنجتابش
Solar meter 

 با حسگرهای مورد استفادهنمایی از گلخانه مورد نظر همراه  -1شکل 
Fig.1. Case study with all the used sensors 

 

 
 محل نصب حسگرهای دما، رطوبت، تابش و باد در داخل و خارج گلخانه -2شکل 

Fig.2. The location of temperature, humidity, solar and wind sensors inside and outside of greenhouse 
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سازی های خام اولیه ، باید عمل نرمالکارگیری دادهقبل از به
زمانی که از تابع انجام شود تا همگرایی شبکه تضمین شود. ها داده

-3/7ها ]شود، بهترین دامنه تبدیل دادهفعال سیگموئیدی استفاده می
این مطالعه از دو الگوریتم (. در Rohani et al., 2018باشد )[ می7/7

 Bayesian regulationانتشار خطا )آموزش بایاس پس

backpropagation or Trainbrانتشار خطا  ( و لونبرگ ماکوارت پس
(Levenberg-Marquardt or Trainlm  backpropagation )

ها با بهترین شبکه . بر اساس یک قانون جهانی، معمولاًاستفاده شد
(. به Taki et al., 2012شوند )ه پنهان مشخص میتعداد یک لای

های تک لایه مورد ها با شبکههمین دلیل در این تحقیق تمامی داده
های هر شبکه تا زمانی که نتایج رو آزمایش قرار گرفتند. تعداد نرون

کند افزایش داده شد و پس از افزایش خطا، ثابت به بهبودی میل می
 در نظر گرفته شد.

7تر پژوهشی از شبکه عصبیدر کم
RBF  در تخمین متغیرهای

مانند سایر  RBFهای کشاورزی استفاده شده است. داخلی گلخانه
های عصبی قادر به یادگیری رابطه بین متغیر وابسته و  شبکه

های های مختلف از مجموعه دادهمتغیرهای مستقل از روی مثال
تنها از یک لایه مخفی با تعدادی از نرون  RBFباشد. موجود می

تشکیل شده است. در لایه ورودی، متغیرهای مستقل به شبکه داده 
محاسباتی را روی مجموعه  ،هاشود. در لایه مخفی، نرونمی

د ندهمی منظور رسیدن به خروجی مطلوب انجام متغیرهای ورودی به
 (.0 )شکل

از تعداد کافی نرون برخوردار باشد،  RBFکه شبکه در صورتی
یک  RBFقادر به تخمین هر تابع پیچیده با هر دقت مورد نیاز است. 

لایه مخفی بر اساس یک  نوع شبکه عصبی با معلم است. هر نرون در
کند. وجود عامل بایاس به همگرا ( عمل میϕساز غیرخطی )تابع فعال

رسیدن به کمینه در طول مرحله آموزش و  RBFشدن شبکه عصبی 
برای هر بردار  RBFکند. خروجی شبکه عصبی عمومی کمک می

 ,.Rohani et alقابل محاسبه است ) (7)مطابق رابطه  xورودی 

2018:) 

(7)        ∑    (‖    ‖)

  

   

 

بردار وزن اتصالات بین لایه مخفی و خروجی،  wijکه در آن، 
L2 ها در لایه مخفی،  تعداد نرونci ها در لایه مخفی ومرکز نرونϕ 

قابل محاسبه است  (0)( نیز از رابطه ϕباشد. مقدار )تابع گوسین می
(Rohani et al., 2018:) 

(0)    ( )     ( 
‖    ‖

 

  
 ) 

                                                   
1- Radial Bias Function 

 است.  0پارامتر توزیع σکه در آن، 
منظور افزایش اعتماد به خروجی شبکه عصبی از  به تحقیقدر این 

 شداستفاده  9ایابتکاری به نام اعتبارسنجی دستهیک روش جدید و 
های بخش اعتبارسنجی بسته به نوع و (. در این روش، داده9)شکل 

مورد  ،شوند و با هر الگوریتمدسته مختلف تقسیم می Kها به تعداد آن
 Kها به داده ی،نوع اعتبارسنج نیدر ادر واقع، گیرند. بررسی قرار می

 یبرا یکیهر بار  رمجموعه،یز K نیشوند. از ایافراز م رمجموعهیز
 ،روال نی. اروندیکار مهآموزش ب یبرا گرید یتا K-1و  یاعتبارسنج

K کیآموزش و  یبرا بار کی قاًیها دقشود و همه دادهیبار تکرار م 
 K نیا جهینت نیانگیت میروند. در نهایکار مهب یاعتبارسنج یبرا بار

 شودیم دهیبرگز یینها نیتخم کیعنوان  به یبار اعتبارسنج
(Rodriguez et al., 2010 .)یساز رمجموعهیاستفاده از ز تیمز 

 فرآیند برها  داده عینحوه توز ریتأث ،روش نیها در ا داده یتصادف
شود که شبکه عصبی در حالت عادی است و باعث می یساز مدل

استفاده قرار عنوان یک روش کاربردی با نتایج قابل قبول مورد  به
 گیرد.

های مورد بررسی )شبکه عصبی( در منظور ارزیابی قابلیت مدلبه
بینی متغیرهای داخلی گلخانه، از معیارهای درصد میانگین مطلق پیش
( و ضریب RMSE) 0(، ریشه متوسط مربعات خطاMAPE) 0خطا

ها و مقادیر واقعی بینی شده توسط مدلبین مقادیر پیش (R2تبیین )
های برازش از بین مدل(. Taki et al., 2018aاستفاده شد )  هاآن

 MAPEو  RMSEترین مقدار شده، مدلی بهترین است که دارای کم
منظور تحلیل روش شبکه عصبی در باشد. به R2ترین مقدار و بیش

 استفاده شد.  0770نسخه  MATLABافزار نرم این تحقیق، از

 نتایج و بحث

انتخاب بهترین الگوریتم آموزش، تعداد نرون و فاکتور 

 RBFو  MLPپخش در دو مدل 

در این تحقیق، به دلیل سرعت کم باد و صفر بودن آن در اکثر 
موارد و در نتیجه اثر غیرقابل محسوس انتقال حرارت همرفتی آن بر 

ز سازی، امیزان انتقال انرژی از جداره گلخانه، در آنالیز نهایی و مدل
پوشی شد. اثر این فاکتور بر تغییرات متغیرهای داخلی گلخانه، چشم

ای صورت میانگین دقیقههای برداشت شده به دلیل تعداد زیاد، بهداده
منظور تخمین دمای هوای قرار گرفتند. بهبرای هر مدل، مورد بررسی 

( و Tp(، دمای گیاه )Tri(، دمای سقف گلخانه )Taداخل گلخانه )
-MLP( از دو مدل شبکه عصبی )Rhaهوای داخل گلخانه )رطوبت 

RBFنتایج مقایسه بین دو الگوریتم آموزش ( استفاده شد .Trainlm 

                                                   
2- Spread parameter 

3- K-fold cross validation 

4- Mean Absolute Percentage Error 
5- Root Mean Squared Error 
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های مختلف در لایه پنهان بر با توجه به تعداد نرون Trainbrو 
متغیر مورد بررسی در گلخانه  0برای تخمین  MAPEاساس آماره 

 است. ارائه شده 0در شکل  MLPای دوطرفه با مدل شیشه

 
 ( K-foldای )روش اعتبارسنجی دسته -3شکل 

Fig.3. K-fold crosses validation method 

 

  
(Tri) (Rhi) 

  

(Ta) (Tp) 

 Trainbr  و Trainlmو دو نوع الگوریتم آموزش  MLPای با مدل متغیر داخلی گلخانه شیشه 0نتایج حاصل از تخمین  -4شکل 
Fig.4. The results of 4 inside variables estimation by MLP model with two different training algorithms (Trainlm and 

Trainbr) 
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فقط در تخمین  Trainbrدهد که الگوریتم نشان می 0شکل 
داشته است  Trainlmتر از الگوریتم دمای سقف گلخانه، دقتی بیش

با  Trainlmدرصد(. در بقیه موارد، الگوریتم  97/7در مقابل  79/7)
، 0با توجه به شکل تواند مورد استفاده قرار گیرد. تر میدقت بیش

در تخمین دمای سقف، رطوبت هوای  MLPبهترین توپولوژی مدل 
-9(، )7-70-9داخل، دمای هوای داخل و دمای گیاه عبارتند از: )

(. یعنی برای تخمین دمای سقف و 7-09-9( و )9-70-7(، )09-7
نرون و برای تخمین رطوبت هوای  09دمای هوای داخل گلخانه، 

 MLPنرون در لایه مخفی شبکه  70داخل گلخانه و دمای گیاه به 
 نیاز است. 
و  RBFبه بررسی بهترین الگوریتم آموزش در مدل  0شکل 

نتایج پردازد. لایه پنهان مینرون در همچنین تعیین بهترین تعداد 
در تخمین دمای سقف و  Trainbrدهد که الگوریتم نشان می 0شکل 

دارد  Trainlmتر از الگوریتم ( خطایی کمTaو  Triهوای گلخانه )
درصد در مقابل  07/7و  00/7معادل  MAPEترتیب با مقدار  )به
در تخمین  Trainlmدرصد(. در مقابل، الگوریتم  09/7و  09/7

تر از ( خطایی کمTpو  Rhiرطوبت هوای داخل گلخانه و دمای گیاه )
Trainbr ترتیب با مقدار  از خود نشان داده است )بهMAPE  معادل

درصد(. در تمامی  00/7و  07/7درصد در مقابل  93/7و  00/7
دست به 79های بالا، بهترین تعداد نرون در لایه پنهان معادل  مدل

بسیار موثر و مورد  RBFآمده است. یکی از فاکتورهایی که در شبکه 
( است. در این Spread parameterتوجه است، پارامتر پخش )

متغیر مورد بررسی با توجه  0امتر برای تخمین تحقیق میزان این پار
 0(، مشخص شد. شکل Trainbrو  Trainlmبه دو نوع الگوریتم )

های مورد بررسی میزان این پارامتر را برای تمامی متغیرها و الگوریتم
 دهد.نشان می

  

(Tri) (Rhi) 

  

(Ta) (Tp) 

 Trainbr  و Trainlmو دو نوع الگوریتم آموزش  RBFای با مدل متغیر داخلی گلخانه شیشه 0نتایج حاصل از تخمین  -5شکل 
Fig.5. The results of 4 inside variables estimation by RBF model with two different training algorithms (Trainlm and 

Trainbr) 
دهد، نتایج مقایسه فاکتور نشان می 0طور که نتایج شکل همان

فقط برای تخمین دمای  Trainbrو  Trainlmپخش در دو الگوریتم 
( ولی برای 90/7در مقابل  70/7( با هم متفاوت است )Tpگیاه )

دو نوع  ( این فاکتور برای هرTaو  Tri ،Rhiتخمین بقیه متغیرها )
 (. 00/7و  00/7، 00/7ترتیب  یکسان است )به تقریباً ،الگوریتم آموزش
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(Tri) (Rhi) 

  

(Ta) (Tp) 

 (Trainbrو  Trainlmبا توجه به نوع الگوریتم آموزش ) RBF( در مدل Spread parameterتغییرات میزان پارامتر پخش ) -6شکل 
Fig.6. Changes in spread parameter in RBF model based on training algorithm (Trainlm and Trainbr) 

بینی شده توسط دو مدل های پیشبهترین برازش داده

MLP  وRBF های متفاوتبا مجموعه داده 

پس از تعیین بهترین الگوریتم آموزش و تعداد نرون برای هر دو 
برای  ،، امکان وجود بهترین برازش ممکنRBFو  MLPمدل 

ای، مورد بررسی قرار گرفت. تخمین چهار متغیر داخلی گلخانه شیشه
طور که دهند. همانها را نشان مینتیجه این برازش 0و  0های شکل

 RBFو  MLP دهند، هر دو مدلها نشان مینتایج این شکل
درستی  زیادی متغیرهای داخلی گلخانه را به اند با دقت نسبتاًتوانسته

با  0و  0های دست آمده از شکلتخمین بزنند. با مقایسه بین نتایج به
سازی و تخمین دما در نقاط تحقیقات صورت گرفته در زمینه مدل

توان و جرم، می مختلف گلخانه توسط روابط ریاضی انتقال حرارت
دقت  بسیار بهتر، با ،بینیدریافت که کارایی شبکه عصبی در پیش

سازی در تحقیقی به بررسی مدل تر است. مثلاًتر و خطای کمبیش
و آبخوان  7ای مجهز به صفحه حرارتیانتقال حرارت در گلخانه

                                                   
1- Thermal screen 

(. نتایج نشان داد که Shukla et al., 2006پرداخته شد ) 0زیرزمینی
تر بینی دمای داخل گلخانه با دقتی بسیار کمریاضی قادر به پیشمدل 

  (.R=07/7و  MAPE=0/77)% از نتایج شبکه عصبی است
سازی انتقال حرارت و جرم برای تعیین در تحقیق دیگری از مدل

میزان تلفات حرارتی و انتقال انرژی بین اجزای مختلف یک گلخانه 
(. Singh and Tiwari, 2010مرسوم در کشور هند استفاده شد )

نتایج نشان داد مدل ریاضی استفاده شده قادر است دمای داخل 
و  MAPE=90/77قبولی تخمین بزند )% گلخانه را با دقت قابل

°C70/0=RMSEتر از ابزار (. توجه به این نتایج لزوم استفاده بیش
های کلاسیک ریاضی در معادلات جای مدلشبکه عصبی به

توان ابتدا برای دهد. در روشی ترکیبی مینشان میای را  گلخانه
تخمین پارامترهای داخلی گلخانه از شبکه عصبی مصنوعی استفاده 

دست آمده را در معادلات ریاضی قرار داد و کرد و سپس نتایج به
میزان انتقال حرارت بین اجزای گلخانه و همچنین دریافت انرژی و 

                                                   
2- Underground aquifer 
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مادگی یک گلخانه هوشمند آلزوم  دست آورد.تلفات کلی گلخانه را به
تواند بهترین دلیل برای روی مینسبت به تغییرات محیطی پیش

ها های هوش مصنوعی برای تخمین شرایط داخلی گلخانهتوسعه مدل
های هوشمند با توجه به تغییرات محیطی پیرامون خود باشد. گلخانه

و  شبکه عصبیهای مختلف از ترکیب روش نسل آینده حتماً
منظور تخمین شرایط داخلی خود و فراهم کردن شرایط  کلاسیک به

 ,.Taki et alمطلوب گیاه برای رشد و نمو استفاده خواهند کرد )

2018b.) 

  
(Tri) (Rhi) 

  

(Ta) (Tp) 

 MLPمتغیر داخلی گلخانه توسط مدل  0بینی شده مقایسه بین مقادیر واقعی و پیش -7شکل 
Fig.7. Comparison between actual and predicted values of 4 inside variables in the greenhouse by MLP model 

 
مورد  RBFو  MLPهای کرد شبکهرمنظور بررسی قابلیت کا به

و همچنین انتخاب بهترین مدل  های متفاوتنظر با مجموعه داده
، بررسی این بینی چهار متغیر داخلی گلخانه در این تحقیقبرای پیش

ها انجام گرفت. ی دادهدو نوع مدل با دو ترکیب متفاوت از مجموعه
% 07و  07های نهایی موجود، با بدین منظور، دو مدل فوق با الگوریتم

ها مورد آموزش قرار گرفتند. نتایج این آزمون، ی دادهاز کل مجموعه
دهد که در اکثر نتایج این جدول نشان می ارائه شده است. 7در جدول 

 Trainlm، الگوریتم آموزشی RBFو  MLPموارد برای هر دو مدل 
دهد تر ارائه کرده است. نتایج این جدول نشان مینتایجی با دقت بیش

تر های بیشجموعه داده، هنگامی که از مMLPکه در مدل 
، نتیجه نهایی مدل شودها( برای آموزش شبکه استفاده % داده07)یعنی

% 07تر )یعنیهای کمتر از زمانی است که از دادهو دقت نهایی بیش
بینی . این حالت برای پیششودها( برای آموزش شبکه استفاده داده

و گیاه با توجه  گلخانه سقفداخلی ، دمای گلخانه دمای هوای داخل
قابل مشاهده است. این  RMSEو  MAPEبه نتیجه نهایی آماره 

بینی رطوبت هوای داخل گلخانه صادق نیست. در ادعا فقط برای پیش
تری برای آموزش شبکه های کممورد این متغیر، هنگامی که از داده

تری را نشان سازی دقت بیش، نتیجه نهایی مدلشودمیاستفاده 
ها، % داده07در این حالت نسبت به حالت  MAPEآماره دهد.  می
تواند نوسانات تر است. دلیل وجود این حالت میدرصد کم 79/7

رطوبتی زیاد ناشی از فرار هوای داخل گلخانه و یا باز و بسته شدن 
درب ورودی و در مواری آبیاری گیاهان داخل گلخانه باشد. در این 

شوند و در نهایت رو می هنوسانات زیادی روبهای رطوبت با حالت داده
 تر خواهد شد.تر، کمهای بیشسازی با دادهدقت نهایی مدل

با الگوریتم آموزشی  RBFدهد که مدل نشان می 7جدول 
Trainlm  در تمامی حالات مختلف مجموعه داده، نتایج بهتری

Train: y = 0.99x + 0.39, R² = 0.99 
Test: y = 0.99x + 0.16, R² = 0.99 
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جدول کند. نتایج این کسب می Trainbrنسبت به الگوریتم آموزشی 
حساسیت زیادی نسبت به اندازه  RBFدهد که مدل نشان می

سازی در حالت و نتایج نهایی مدلهای آموزشی ندارد مجموعه داده
اندکی با هم  های آموزشی، اختلاف نسبتاً% مجموعه داده07% و 07

تری های بیشقدر میزان آموزش شبکه با داده هولی در کل هرچدارند 
این حالت یکی از مزایای  دهد.را از خود نشان میباشد، نتایج بهتری 

است چون در برخی موارد به دلیل  MLPنسبت به  RBF مدل
گیری، امکان اشتباهات انسانی یا عدم وجود وسایل دقیق اندازه

لزوم  سازی شبکه وجود ندارد وهای زیاد برای مدلبرداشت داده
 RBFتواند به انتخاب مدل تر در این موارد میهای کماستفاده از داده

 منجر شود. MLPنسبت به 

  

  
(Tri) (Rhi) 

  
(Ta) (Tp) 

 RBFمتغیر داخلی گلخانه توسط مدل  0بینی شده مقایسه بین مقادیر واقعی و پیش -8شکل 
Fig.8. Comparison between actual and predicted values of 4 inside variables in the greenhouse by RBF model 

 

و  MLPانتخاب بهترین مددل و آندالیح اساسدیو دو مددل     

RBF های ورودینسبو به داده 

در این قسمت با توجه به اطلاعات کلی مرحلیه قبیل و بیر اسیاس     
بهتیرین میدل   عنیوان   تری بیه با دقت بیش RBFمدل  0نتایج جدول 

ای میورد بررسیی   برای تخمین تمامی متغیرهای داخلی گلخانه شیشه
دهد که در اکثر موارد دقت شود. نتایج این جدول نشان میانتخاب می

 RBFمیدل   MAPEاسیت )پیارامتر    MLPدو برابر مدل  RBFمدل 

و امکیان   RBFتیر میدل   است(. دقت بییش  MLPبرابر مدل  0تقریباً 

های نه چندان زیاد، دو دلییل بیزرگ بیرای    دل با دادهاستفاده از این م
هیای نسیل جدیید    استفاده از ایین میدل در هوشیمند کیردن گلخانیه     

و همچنیین   MLPشود. در تحقیقی از مدل شبکه عصبی محسوب می
منظور تخمین دما و رطوبیت نسیبی هیوای    مدل رگرسیون چندگانه به

شد. نتایج نشان داد  ای مرسوم در کشور مراکش استفادهداخلی گلخانه
شبکه عصبی هم در فاز آموزش و هم آزمایش نتایج بهتری نسبت بیه  

 مدل رگرسیونی دارد.
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 RBFو  MLPنتایج استفاده از دو مجموعه داده با اندازه متفاوت بر میزان دقت دو مدل  -1جدول 
Table 1- The results of MLP and RBF model with two different data set for training and two training algorithms 

 مجموع
Total 

 آزمایش
Test 

 آموزش
Train مدل 

Model
* 

 متغیر
Variable 

(%)داده  اندازه  
Size of data (%) 

MAPE RMSE MAPE RMSE MAPE RMSE 

1.65±0.45 0.85±0.24 1.73±0.48 0.88±0.30 1.62±0.46 0.83±0.25 MLP1 
M

L
P

 

Tri 

80 

2.91±0.92 1.44±0.42 2.96±0.87 1.49±0.40 2.89±0.93 1.42±0.44 MLP2 

1.62±0.60 1.04±0.31 1.75±0.64 1.11±0.38 1.59±0.60 1.00±0.34 MLP1 
Rhi 3.33±1.00 1.91±0.52 3.38±1.06 1.93±0.58 3.32±0.99 1.90±0.51 MLP2 

0.76±0.75 0.32±0.03 0.83±0.11 0.35±0.05 0.74±0.09 0.31±0.04 MLP1 
Ta 

0.92±0.20 0.38±0.07 0.94±0.19 0.39±0.08 0.92±0.21 0.37±0.08 MLP2 

1.65±0.15 0.89±0.04 1.80±0.19 0.96±0.13 1.61±0.05 0.87±0.05 MLP1 
Tp 2.35±0.19 1.07±0.05 2.35±0.23 1.06±0.15 2.35±0.20 1.07±0.07 MLP2 

40 

1.83±0.78 0.95±0.33 2.03±0.76 1.05±0.31 1.54±0.85 0.76±0.39 MLP1 
Tri 

1.83±0.62 0.95±0.24 1.97±0.62 1.04±0.25 1.60±0.65 0.79±0.29 MLP2 

1.57±0.24 1.06±0.14 1.81±0.24 1.21±0.16 1.23±0.30 0.77±0.22 MLP1 
Rhi 

1.23±0.20 1.81±0.37 1.98±0.37 1.36±0.23 1.55±0.42 0.98±0.27 MLP2 

0.79±0.06 0.35±0.03 0.87±0.08 0.38±0.05 0.69±0.07 0.29±0.03 MLP1 
Ta 0.92±0.12 0.37±0.04 0.95±0.11 0.39±0.04 0.85±0.13 0.35±0.05 MLP2 

1.92±0.18 0.98±0.09 2.07±0.21 1.03±0.14 1.71±0.23 0.89±0.09 MLP1 
Tp 

2.27±0.25 1.05±0.06 2.32±0.87 1.05±0.07 2.19±0.33 1.03±0.12 MLP2 

0.66±0.03 0.26±0.01 0.64±0.06 0.26±0.03 0.66±0.03 0.26±0.01 RBF1 

R
B

F
 

Tri 

80 

0.68±0.03 0.26±0.01 0.68±0.06 0.26±0.02 0.67±0.03 0.26±0.01 RBF2 

0.65±0.02 0.38±0.01 0.65±0.03 0.38±0.02 0.64±0.03 0.38±0.01 RBF1 
Rhi 

0.66±0.02 0.38±0.01 0.66±0.05 0.38±0.03 0.66±0.03 0.38±0.02 RBF2 

0.60±0.02 0.25±0.01 0.60±0.05 0.25±0.03 0.59±0.02 0.25±0.01 RBF1 
Ta 

0.62±0.01 0.26±0.01 0.63±0.06 0.26±0.03 0.61±0.03 0.26±0.02 RBF2 

1.10±0.08 0.59±0.08 1.14±0.16 0.60±0.15 1.09±0.14 0.59±0.09 RBF1 
Tp 

1.29±0.10 0.69±0.07 1.31±0.18 0.69±0.14 1.28±0.10 0.68±0.08 RBF2 

0.67±0.03 0.27±0.02 0.67±0.04 0.27±0.02 0.67±0.04 0.27±0.03 RBF1 
Tri 

40 

0.69±0.02 0.27±0.01 0.69±0.04 0.27±0.01 0.69±0.04 0.27±0.02 RBF2 

0.65±0.03 0.38±0.01 0.65±0.03 0.38±0.02 0.65±0.04 0.38±0.02 RBF1 
Rhi 0.65±0.02 0.38±0.01 0.65±0.04 0.38±0.03 0.65±0.03 0.37±0.02 RBF2 

0.59±0.01 0.25±0.01 0.59±0.02 0.25±0.01 0.59±0.05 0.25±0.02 RBF1 
Ta 

0.62±0.02 0.25±0.02 0.64±0.05 0.26±0.02 0.61±0.04 0.26±0.01 RBF2 

1.10±0.08 0.59±0.08 1.08±0.09 0.57±0.08 1.13±0.14 0.62±0.13 RBF1 
Tp 1.32±0.16 0.71±0.11 1.31±0.19 0.69±0.13 1.32±0.16 0.73±0.12 RBF2 

های بولد شده حاوی بهترین نتایج است. همچنین ردیف Trainbrو  Trainlmدهنده دو نوع الگوریتم  ، نشانMLPو  RBFدر کنار دو مدل  0و  7اعداد  *
 هستند.

(Number 1 and 2 next to RBF and MLP models show the Trainlm  and Trainbr, respectively. Also the bold rows have 

the best results.)*

بینی منظور پیش به رگرسیونصبی و ضریب تبیین مدل شبکه ع
گزارش  390/7و  300/7ترتیب دمای داخل گلخانه در فاز آزمایش به

ترتیب شد. این پارامتر برای رطوبت نسبی هوای داخل گلخانه به
(. Dariouchy et al., 2009. )دست آمدبه 300/7و  303/7معادل 

هوای داخل در تحقیقی مشابه در کشور چین، میزان رطوبت نسبی 
ای پلاستیکی توسط شبکه عصبی مصنوعی و مدل رگرسیونی گلخانه

مورد بررسی قرار گرفت. نتایج نشان داد که شبکه عصبی در تخمین 

های واقعی با تری دارد. ضریب تبیین بین دادهاین پارامتر دقت بیش
و  0000/7ترتیب معادل نتایج شبکه عصبی و مدل رگرسیونی به

. در تحقیق دیگری، از (He and Ma, 2010شد )گزارش  0000/7
، خاک و منظور تخمین دمای هوا به SVMو  MLP ،RBF سه مدل
ی پلاستیکی مرسوم استفاده شد. نتایج نشان داد یک گلخانه گیاه در

 Taki etتر، قابل اعتمادتر است )به دلیل خطای کم RBFکه مدل 

al., 2018a). 
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 ایبرای تخمین متغیرهای داخلی گلخانه شیشه MLPو  RBFمقایسه مدل  -2جدول 
Table 2- Comparison between RBF and MLP for prediction the inside variables in glass greenhouse 

 مدل
Model 

 متغیر
Variable 

Tri Rhi Ta Tp 

MLP 
MAPE 1.65±0.45 1.57±0.24 0.76±0.75 1.65±0.15 

RMSE 0.85±0.24 1.06±0.14 0.32±0.03 0.89±0.04 

RBF 
MAPE 0.66±0.03 0.65±0.02 0.60±0.02 1.10±0.08 

RMSE 0.26±0.01 0.38±0.01 0.25±0.01 0.59±0.08 

 
 Io ،Toمتغیرهای ورودی )در پایان، به منظور تعیین اثر هر یک از 

( بر تخمین پارامترهای داخلی گلخانه، آنالیز حساسیت برای هر Rhoو 
انجام گرفت. نتایج این آنالیز حساسیت در  RBFو  MLPدو مدل 

 ارائه شده است.  9جدول 
 

 نسبت به سه متغیر ورودی RBFو  MLPآنالیز حساسیت مدل  -3جدول 
Table 3- Sensitivity analysis for MLP and RBF models relative to the 3 variables 

RBF MLP مدل*  

Model 
 متغیر

Variable R
2 MAPE RMSE R

2
 MAPE RMSE 

0.99 0.66 0.25 0.99 1.23 0.62 All 

Tri 
0.98 1.25 0.75 0.97 1.84 1.02 All exclude x1 
0.99 1.01 0.56 0.98 1.69 0.87 All exclude x2 
0.99 1.18 0.56 0.98 1.65 0.84 All exclude x3 

0.99 0.61 0.36 0.99 1.24 0.81 All 

Rhi 
0.99 1.07 0.84 0.95 2.72 1.66 All exclude x1 
0.99 0.89 0.67 0.98 1.29 0.90 All exclude x2 
0.99 0.99 0.56 0.96 2.19 1.39 All exclude x3 
0.99 0.59 0.24 0.99 0.83 0.34 All 

Ta 
0.99 0.77 0.32 0.99 0.85 0.34 All exclude x1 
0.99 0.70 0.29 0.99 0.76 0.32 All exclude x2 
0.99 0.76 0.32 0.98 0.91 0.37 All exclude x3 
0.97 1.04 0.48 0.92 1.59 0.87 All 

Tp 
0.93 1.31 0.79 0.92 1.68 0.89 All exclude x1 
0.96 1.27 0.63 0.88 1.99 1.06 All exclude x2 

0.96 1.26 0.60 0.89 1.64 1.03 All exclude x3 

 Rhoو  Io ،Toترتیب عبارتند از:  به x3و  x1 ،x2های فوق * در مدل

(In above models, x1, x2 and x3 are: Io, To and Rho, respectively) 

 
دهد که برای تخمین هر چهار متغیر نتایج این جدول نشان می

ترین دقت بر اساس سه فاکتور داخلی گلخانه، بهترین مدل با بیش
RMSE ،MAPE  وR2( مدلی است که از هر سه پارامتر بیرونی ،Io ،

Rho  وToهای مراحل سازیدر تمام مدل ،( استفاده کند. بر این اساس
های ورودی دو مدل عنوان نهاده بعدی از هر سه پارامتر بیرونی به

MLP  وRBF شود. استفاده از آنالیز حساسیت در استفاده می
اثر یا دهد که از دخالت فاکتورهای بیسازی به محقق اجازه می مدل
ترین تعداد گیری نهایی جلوگیری کند و مدلی با کماثر در نتیجهکم

ترین دقت ایجاد کند. از این روش در ورودی و بیش نهاده
 ;Rohani et al., 2018) های دیگری نیز استفاده شده است پژوهش

Taki et al., 2018b.) 

های عصبی مصنوعی علاوه بر تخمین پارامترهای داخلی از شبکه
، CO2بینی سایر متغیرها از جمله میزان توان برای پیشگلخانه، می

ای و یا حتی میزان تبخیر و تعرق گیاه در گلخانه گلخانهعملکرد گیاه 
منظور به MLPعنوان نمونه از شبکه عصبی  نیز استفاده کرد. به

در کشور استرالیا  ایبینی میزان تبخیر و تعرق گیاه گلخانه پیش
(. متغیرهای ورودی شامل Falamarzi et al., 2014استفاده شد )

همچنین سرعت باد خارج از گلخانه بیشینه و کمینه دمای بیرون و 
توسط مرکز هواشناسی  0770تا  0773های بود. این مقادیر طی سال

ای آوری شده بودند. میزان تبخیر و تعرق گیاه گلخانه استرالیا جمع
( محاسبه شد. نتایج PM56طبق فرمول معروف روش پنمن مانتیث )

نوان ابزاری عتوان از شبکه عصبی بهاین تحقیق نشان داد که می
ای استفاده کرد. مفید برای تخمین میزان تبخیر و تعرق گیاه گلخانه
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و  R=0.89با مقدار  0-0-7صورت ساختار بهترین شبکه به
RMSE=1.03mm/day دست آمد. در تحقیق دیگری از ابزار به

منظور تخمین میزان عملکرد، رشد و شبکه عصبی مصنوعی به
فرنگی در کشور کانادا  شت گوجههمچنین مقدار آب مصرفی در ک

های دما و میزان تابش روزانه (. دادهEhret et al., 2011استفاده شد )
ای خودکار و توسط سنسورهای حساس برداشت و هفتگی از گلخانه

شد. نتایج این کار نیز حاکی از توانمندی این روش در تخمین روابط 
 غیرخطی بین متغیرهاست. 

  گیرینتیجه

و  MLPتحقیق از دو مدل شبکه عصبی مصنوعی )در این 
RBF0بینی منظور پیش( به ( متغیر مهمTa, Tp, Tri, Rha یک )
ای دوطرفه با ساختار ویژه در شهر ملاثانی استفاده ی شیشهگلخانه

سنج تابش اولیه توسط سنسورهای دما، رطوبت و هایشد. داده
با یک لایه  Trainbrو  Trainlmدست آمد. از دو الگوریتم آموزش  به

، Ioهای مختلف با سه متغیر ورودی مشخص )مخفی و تعداد نرون
Rho  وTo استفاده شد. نتایج نشان داد که الگوریتم آموزشی )

Trainlm  در اکثر موارد در هر دو مدلMLP  وRBF تری دقت بیش
. در این تحقیق هر دو مدل شبکه دارد Trainbrنسبت به الگوریتم 

ها( % از کل داده07% و 07ها )مجموعه متفاوت از دادهعصبی با دو 
 RBFمورد آموزش قرار گرفتند. نتایج نشان داد که حساسیت مدل 

های آموزشی بسیار کم است. نسبت به تغییر اندازه مجموعه داده
های با تغییر اندازه مجموعه داده RBFعبارتی عملکرد مدل  هب

کند. نتایج کلی این تحقیق با توجه به دو نمیآموزشی تغییر چندانی 
 قادر است با دقت RBFنشان داد که مدل  RMSEو  MAPEآماره 

. بینی کندبالایی هر چهار متغیر داخلی گلخانه مورد نظر را پیش
رگرسیون  باشود نتایج مدل شبکه عصبی مصنوعی پیشنهاد می

 مورد نظر، گلخانههای ریاضی انتقال حرارت و جرم در مدل وچندگانه 
های . استفاده از این نوع ابزار قادر است بسیاری از هزینهمقایسه شود

ها را گیری در گلخانهمربوط به خرید و نصب انواع ابزارهای اندازه
شدن و عملکری مستقل از و گلخانه را به سمت هوشمند کاهش دهد

 اوپراتور سوق دهد.

 سپاسگزاری

پژوهشی فناوری دانشگاه علوم کشاورزی و وسیله از معاونت  بدین
های مالی در اجرای این منابع طبیعی خوزستان به دلیل مساعدت

نامه کارشناسی ارشد رشته مکانیزاسیون تحقیق که بخشی از پایان
 شود.کشاورزی است، کمال تشکر و قدردانی می
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Introduction 
Controlling greenhouse microclimate not only influences the growth of plants, but is also critical in the 

spread of diseases inside the greenhouse. The microclimate parameters are inside air, roof, crop and soil 
temperature, relative humidity, light intensity, and carbon dioxide concentration. Predicting the microclimate 
conditions inside a greenhouse and enabling the use of automatic control systems are the two main objectives of 
greenhouse climate model. The microclimate inside a greenhouse can be predicted by conducting experiments or 
by using simulation. Static and dynamic models and also artificial neural networks (ANNs) are used for this 
purpose as a function of the metrological conditions and the parameters of the greenhouse components. Usually 
thermal simulation has a lot of problems to predict the inside climate of greenhouse and the error of simulation is 
higher in literature. So the main objective of this paper is comparison between two types of artificial neural 
networks (MLP and RBF) for prediction 4 inside variables in an even-span glass greenhouse and help the 
development of simulation science in estimating the inside variables of intelligent greenhouses. 
 
Materials and Methods 

In this research, different sensors were used for collecting the temperature, radiation, humidity and wind data. 
These sensors were used in different positions inside the greenhouse. After collecting the data, two types of 
ANNs were used with LM and Br training algorithms for predicting the inside variables in an even-span glass 
greenhouse in Mollasani, Ahvaz. MLP is a feed-forward layered network with one input layer, one output layer, 
and some hidden layers. Every node computes a weighted sum of its inputs and passes the sum through a soft 
nonlinearity. The soft nonlinearity or activity function of neurons should be non-decreasing and differentiable. 
One type of ANN is the radial basis function (RBF) neural network which uses radial basis functions as 
activation functions. An RBF has a single hidden layer. Each node of the hidden layer has a parameter vector 
called center. This center is used to compare with the network input vector to produce a radially symmetrical 
response. Responses of the hidden layer are scaled by the connection weights of the output layer and then 
combined to produce the network output. There are many types of cross-validation, such as repeated random 
sub-sampling validation, K-fold cross-validation, K×2 cross-validation, leave-one-out cross-validation and so on. 
In this study, we pick up K-fold cross- validation for selecting parameters of model. The K-fold cross-validation 
is a technique of dividing the original sample randomly into K sub-samples. Different performance criteria have 
been used in the literature to assess model’s predictive ability. The mean absolute percentage error (MAPE), root 
means square error (RMSE) and coefficient of determination (R2) are selected to evaluate the forecast accuracy 
of the models in this study. 

 
Results and Discussion 

The results of neural network optimization models with different networks, dependent on the initial random 
values of the synaptic weights. Thus, the results in general will not be the same in two different trials, even if the 
same training data have been used. Therefore, in this research K-fold cross validation was used and different data 
samples were made for train and test of ANN models. The results showed that Trainlm for both of MLP and 
RBF models has the lower error than Trainbr. Also MLP and RBF were trained with 40 and 80% of total data 
and results indicated that RBF has the lowest sensitivity to the size data. Comparison between RBF and MLP 
model showed that, RBF has the lowest error for prediction all the inside variables in the greenhouse (Ta, Tp, 
Tri, Rha). In this paper, we tried to indicate the fact that innovative methods are simpler and more accurate than 
physical heat and mass transfer method to predict the environment changes. Moreover, this method can use to 
predict other changes in greenhouse such as final yield, evapotranspiration, humidity, cracking on the fruit, CO2 
emission and so on. So the future research will focus on the other soft computing models such as ANFIS, GPR, 
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Time Series and select the best one for modeling and finally online control of greenhouse in all climate and 
different environment. 
 
Conclusions 

This research presents a comparison between two models of Artificial Neural Network (RBF-MLP) to predict 
4 inside variables (Ta, Tp, Tri, Rha) in an even-span glass greenhouse. Comparison of the models indicated that 
RBF has lower error. The range of RMSE and MAPE factors for RBF model to predict all inside variables were 
between 0.25-0.55 and 0.60-1.10, respectively. Besides the results showed that RBF model can estimate all the 
inside variables with small size of data for training. Such forecasts can be used by farmers as an appropriate 
advanced notice for changes in temperatures. Thus, they can apply preventative measures to avoid damage 
caused by extreme temperatures. More specifically, predicting a greenhouse temperature can not only provide a 
basis for greenhouse environmental management decisions that can reduce the planting risks, but also could be 
as a basic research for the feedback-feed-forward type of climate control strategy. 
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