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Introduction
1
 

Detection of tree leaf diseases plays a crucial role in the horticultural field. These diseases can originate from 
viruses, bacteria, fungi, and other pathogens. If proper attention is not given, these diseases can drastically affect 
trees, reducing both the quality and quantity of yields. Due to the importance of quince in Iran's export market, 
its diseases can cause significant economic losses to the country. Therefore, if leaf diseases can be automatically 
identified, appropriate actions can be taken in advance to mitigate these losses. Traditionally, the identification 
and detection of tree diseases rely on experts' naked-eye observations. However, the physical condition of the 
expert such as eyesight, fatigue, and work pressure can affect their decision-making capability. Today, deep 
convolutional neural networks (DCNNs), a novel approach to image classification, have become the most crucial 
detection method. DCNNs improve detection or classification accuracy by developing machine-learning models 
with many hidden layers to extract optimal features. This approach has significantly enhanced the classification 
and identification of diseases affecting plants and trees. This study employs a novel CNN algorithm alongside 
two pre-trained models to effectively identify and classify various types of quince diseases. 

Materials and Methods 

Images of healthy and diseased leaves were acquired from several databases. The majority of these images 
were sourced from the Agricultural Research Center of Isfahan Province in Iran, supplemented by contributions 
from researchers who had previously studied in this field. Other supporting datasets were obtained from internet 
sources. This study incorporated a total of 1,600 images, which included 390 images of fire blight, 384 images of 
leaf blight, 406 images of powdery mildew, and 420 images of healthy leaves. Of all the images obtained, 70%, 
20%, and 10% were randomly selected for the network's training, validation, and testing, respectively. Image 
flipping, rotation, and zooming were applied to augment the training dataset. In this research, a proposed 
convolutional neural network (CNN) combined with image processing was developed to classify quince leaf 
diseases into four distinct classes. Three CNN models, including Inception-ResNet-v2, ResNet-101, and our 
proposed CNN model, were investigated, and their performances were compared using essential indices 
including precision, sensitivity, F1-score, and accuracy. To optimize the models’ performance, the impact of 
dropout with a 50% probability and the number of neurons in the hidden layers were examined. Our proposed 
CNN model consists of an architecture with four convolutional layers, with 224 × 224 RGB images as input to 
the first layer, which has 16 filters, followed by additional convolutional layers with 32, 64, and 128 filters 
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respectively. Activation functions of ReLU combined with max-pooling were used at each convolutional layer, 
and Softmax activation was applied in the last layer of the neural network to convert the output into a probability 
distribution. 

Results and Discussion 

Three confusion matrices based on the test dataset were constructed for all the CNN models to compare and 
evaluate the performance of the classifiers. The indices obtained from the confusion matrices indicated that 
Inception-ResNet-v2 and ResNet-101 achieved accuracies of 79% and 72%, respectively. While all models 
exhibited promising efficiency in classifying leaf diseases, the proposed shallow CNN model stood out with an 
impressive accuracy of 91%, marking it as the most effective solution. The comprehensive results indicate that 
the optimized CNN model, featuring four convolutional layers, one hidden layer with 64 neurons, and a dropout 
rate of 0.5, outperformed the transfer learning models. 

 

Conclusion 

The findings of this study demonstrate that our developed proposed CNN model provides a high-performance 
solution for the rapid identification of quince leaf diseases. It excels in real-time detection and monitoring, 
achieving remarkable accuracy. Notably, it can identify fire blight and powdery mildew with a precision 
exceeding 95%. 

Keywords: Confusion matrix, Convolutional neural network, Fire blight, Leaf blight, Powdery mildew  
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 قاله پژوهشیم
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درخت  مختلف برگی های بیماری ویژه یادگیری عمیق در تشخیص  سازی الگوریتم توسعه و بهینه

 بهِ

 

2، جعفر امیری پریان*2، حسین باقرپور1امین نادری بنی
 

 21/02/1403 تاریخ دریافت:
 09/04/1403 تاریخ پذیرش:

 چکیده

 اقتصرادی  یهرا  آنچررا هره زیر    است ضروری درختان شیدر پا ها آن ییو شناساشد با می باغدارانعمده  یها یاز نگران یکدرخت بِه ی های بیماری
شرتر  دارد. بی اقتصرادی  ضررر  این از جلوگیری در مهمی نقش درختان بِه، برگی های بیماری موثر و موقع به تشخیص رو، این از .هند وارد می توجهی قابل

براییی   یشرگاه یآزماو هزینره  بوده بر  خبره داشته و از طرفی زمانمتخصصان  نیاز به اه آن صیتشخو  شود یم ظاهردر برگ ی این درخت ماریعلائم ب
های عصربی   های هوش مصنوعی، شبکه پودری است. با پیشرفت الگوریتم برگ و سفیدک های این محصول شامل آتشک، زخم ترین بیماری اصلی .دارد

های عصبی پیچشی )هانولوشنی( اشاره هرد. هرد  اصرلی ایرن معالعره      توان به شبکه می ها آنترین  اند هه از مهم بندی معرفی شده‎مختلفی برای طبقه
باشد. در این معالعه در رویکرد اول با  های برگی درخت بِه می منظور افزایش دقت تشخیص بیماری ها به سازی و تنظیم پارامترهای اصلی این شبکه بهینه

شده پیشرنهادی بررای    و در رویکرد دوم یک الگوریتم بهینه ResNet-101و  Inception-ResNet-v2مهم دو الگوریتم   استفاده از یادگیری انتقالی،
نرورون در   64ها گردید و بیشترین عملکرد برا   ها نشان داد هه حذ  تصادفی باعث اصلاح دقت بعضی مدل ها استفاده شد. نتایج مدل بندی بیماری طبقه

دقت بایتری نسبت به روش انتقالی داشت. با بررسی نتایج هلی، مدل پبشنهادی برا چهرار ییره پیچشری در      ییه مخفی حاصل گردید. مدل پیشنهادی
 بیشترین عملکرد را ارایه داد.   5/0اوت  بلوک هانولوشنی، یک ییه مخفی در بلوک شبکه عصبی و ضریب دراپ

 
 چشی، ماتریس اغتشاش شبکه عصبی پیسفیدک پودری،  ،زخم برگبیماری آتشک،  :های کلیدی واژه

 

   مقدمه
1 

 است هره  Cydonia جنس از و Rosaceae خانواده از32درخت بِه
 ترهمنسرتان  و ایرران  برومی  و دارد Vulgaris نرام  برا  گونره  یک تنها
 2021 سرال  در جهرانی  برار  و خوار سازمان آمارنامه براساس. باشد می

سرتاسرر   رد بِره میوه  تولیدی محصول تن 697762 مقدار از میلادی،
ترتیرب هشرورهای    است هه به آسیا قاره در آن درصد 9/69 حدود دنیا

هرای اول ترا پرن م     ترهیه، چین، ازبکستان، ایران و مرراهش در رتبره  

                                                           
دانش وی دهتری، گروه مهندسی بیوسیستم، دانشکده هشاورزی، دانشگاه بوعلی  -1
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 همدان، ایران
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3- Quince 

 و بوده مغذی مواد از سرشار ،بِه (. میوهFAO, 2021جهان قرار دارند )
 آهرن،  پروتئین، فیبر، حاوی است. این میوه پایینی بسیار هالری دارای
 یرا  B1 ویترامین  ،B6 ویترامین  پتاسریم،  منیرزیم،  هربوهیدرات، مس،
دارای ارزش غذایی بای و  بِهبنابراین، میوه . است Cویتامین  و تیامین
 ها آنها، املاح و فیبر مورد نیاز بدن انس هننده بسیاری از ویتامین تامین

 ل بسیار حائز اهمیت اسرت است و توجه به پرورش و تولید این محصو

(Al-Zughbi & Krayem, 2022.)  

های برگری و عردم    وجود بیماری ،یکی از مشکلات تولید میوه بِه
 زیراد  مقیاس در اغلب برگی های است. بیماری ها آنموقع  تشخیص به

 تیر فیهراهش عملکررد و ه   باعرث  توانرد  می و دهد می رخ درختان در
به باغداران  وجهیت قابل اقتصادی یها آنزی و در نتی ه دنشو صولمح

برگری   هرای  بیمراری  موثر و موقع به تشخیص رو، این هنند. از وارد می
 دارد اقتصررادی ضرررر ایررن از جلرروگیری در مهمرری درخترران نقررش

(Saygili, Aysan, Mirik, & Sahin, 2004; Sujatha, 
Chatterjee, Jhanjhi, & Brohi, 2021; Joshi, Kaushik, 

 هاي کشاورزينشریه ماشين
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Dutta, Srivastava, & Choudhary, 2021) .و  ترررین مهررم از
مرواردی ماننرد    بره  تروان  مری  درخت بِره  برگی های ترین بیماری رایج

 اشراره  3ریسفیدک پود و بیماری 2برگ زخم ، بیماری1آتشک بیماری
هرا   سوختگی برگ، میوه، شکوفه، و شراخه آتشک باعث  بیماری .نمود
باشند، بره   برگ هه اغلب ناشی از قارچ می زخم های گردد. بیماری می

گرردد و بیمراری    روی برگ ظاهر مری ای  قهوهنامنظم های  لکهشکل 
 جروان  هرای  برگ روی سفید های سفیدک پودری نیز باعث ای اد لکه

پوشرانند   مری  را بررگ  هرل  و یابنرد  مری  گسرترش  تردریج  هشود و ب می
(Harteveld, Akinsanmi, & Drenth, 2013; Bradshaw, 

Braun, Götz, & Jurick, 2022).  
 برا  مزارع و باغاتها در  یماریآفات و ب صیتشخ ،یبصر  در روش

 نیر شرود. ا  یم شناسایی وهیم ایلائم در برگ ع فرد متخصص، یابیارز
 یمولکرول  یولرو  یب ایر  یکروسرکوپ یم یها روشتوان با  یرا م یابیارز
هروا   یبا به دام انداختن اسپور قارچ زیزودهنگام ن صیهرد. تشخ دییتا

 ریرزش  میرزان  نیری و تع ییو شناسا رفعالیا غی یح م یها توسط تله
البتره ایرن عملیرات خرود      .رددگر  ان ام می برگ زودرس و حد از بیش

نیازمند متخصصی است هه بتواند از طریق ارزیابی ظاهری یرا ان رام   
و بر  زمانتواند  آزمایش عملیات شناسایی را ان ام دهد هه در نتی ه می

 ,Ali, Bachik, Muhadi,Yusof, & Gomesبرر باشرد )    هزینره 

هرای   تواند در تشرخیص بیمراری   ی می(. استفاده از ماشین بینای2019
برگی درختان و گیاهان مفید باشد؛ چرا هه دارای دقت و سرعت بای و 

 & ,Hosainpour, Kheiralipour, Nadimi)باشد  هزینه پایین می

Paliwal, 2022; Kheiralipour, Nadimi, & Paliwal, 2022; 
Farokhzad, Modaress Motlagh, Ahmadi Moghaddam, 

Jalali Honarmand, & Kheiralipour, 2024) 

 ویژگی صیتشخعملیات  های مرتبط با ماشین بینایی، در پژوهش
هرا   یژگر یودر روش اول اسرتخرا   شود:  یم میتقس یبه دو دسته اصل

شرود و در   د متخصص در حوزه پردازش تصرویر ان رام مری   توسط افرا
. قیر عم هرای پیچشری )هانولوشرنی( ییره     روش دوم به همک شبکه
ترا   آمرده برر اسراس ت ربره     دست هب یها یژگیوهرچند در حالت اول، 
 ییممکن اسرت توانرا   ها آنحال  نیبا ا گی دارند،سادحدودی خاصیت 
در حال  طیمح کیها را در  یژگیو زیو تما یی یا مفهومیاستخرا  معنا

 پرذیری خروبی ندارنرد    و از طرفری قابلیرت تعمریم    نداشته باشند رییتغ

(Chen, Dewi, Huang, & Caraka, 2020; Dawod & Dobre 

 یدست یها یژگیمشکل استخرا  و قیعم یریادگی یها مدل .(2022
 شناسرایی مختلر    یطرور گسرترده در هاربردهرا    بره  و اند هردهرا حل 

پذیری برایتری   و قابلیت تعمیم شوند یمحصول استفاده م یها یماریب
 ,Jiang, Lu, Chen, CAI, & Li, 2020; Lu, Zeng, Liu) دارنرد 

& Zhang, 2021)  

                                                           
1- Fire Blight 

2- Leaf Blight 

3- Powdery Mildew 

در زمینه تشخیص بیماری با بررسی منابع علمی تحقیقات زیادی 
 ,Miranda) همکراران  گیاهان و درختان ان ام گرفته است. میراندا و

Gerardo, & Tanguilig, 2014و  اسررتخرا  تشررخیص، ( برررای
 پرردازش  مختلر   هرای  برنج از تکنیرک  مزارع در آفات تراهم تخمین
 ,Hossain) همکاران ین وو سامانه خودهار استفاده هردند. حس تصویر

Mou, Hasan, Chakraborty, & Razzak, 2018) برای یا نهاسام 
 هننرده  بنردی  الگروریتم طبقره   از ارائه هردند هه در آن پردازش تصویر

SVM) پشتیبان بردار ماشین
 سرالم  از بیمار های شناسایی برگ برای (4

 ,.Qin et al) همکراران  هرین و  .هردنرد اسرتفاده   هرا  آن بندی طبقه و

 بیماری تشخیص و تصاویر بندی دسته برای عملی حل راه ( یک2016
 SVM الگروریتم  همرک  به تحقیق این در دادند. پیشنهاد یون ه برگ
شناسرایی و   درصرد  94/74 متوسرط  دقت با یون ه برگ بیماری چهار
 (Rothe & Kshirsagar, 2015ان )همکرار  و بندی شدند. روت طبقه
 بیمراری  سره  بنردی  طبقه و شناسایی برای الگو تشخیص سیستم یک
 از شرده  گرفتره  هرای  داده م موعه از استفاده با. هردند ارائه پنبه برگ
 تصرویر  بنردی  تقسریم  بررای  فعرال  هرانتور  مردل  یک طبیعی، تصاویر
 بررای  مناسرب  هرایی  ویژگری  عنوان به 5هیو های مومنت و شد استفاده
 و شردند  اسرتخرا   تعبیقی فازی عصبی استنتا  سیستم یک آموزش
 و اسرلام . گردیرد  گرزارش  درصد 85تشخیصی  سیستم دقت میانگین
 بررا (Islam, Dinh, Wahid, & Bhowmik, 2017) همکرراران
 ماشررین، تشررخیص یررادگیری و تصررویر پررردازش رویکرررد از اسرتفاده 
 تصراویر  پایگاه از گیری بهره با را زمینی سیب گیاه های بیماری خودهار

"Plant Village" مردل  از اسرتفاده  برا  و هردنرد  بررسی SVM برا  و 
% 95متوسرط   دقت با را بیماری بندی طبقه تصویر، 300 از بیش تعداد

 SVM-CS مرردل یررک (Gupta, 2017گوپتررا ) .هردنررد گررزارش
 به های مبتلا حاوی برگ های داده م موعه از استفاده با را شده اصلاح
 بررای  سرالم،  بررگ  تصاویر قارچی، باهتریایی و به همراه های بیماری
 هرای  فناوری اخیر توسعه. هردند پیشنهاد بیمار و سالم بخش شناسایی
 من ر ،تصویر افزاری در حوزه هامپیوتر و تشخیص افزاری و نرم سخت
 بررای  عمیرق  یرادگیری  در CNN هرای  شربکه  از گسترده استفاده به

 اسرت  شده گیاهی های بیماری تشخیص و تصاویر خودهار بندی طبقه
(, 2019 Chen, Liu, & GAO لرو .) همکراران  و (Lu, Yi, Zeng, 

Liu, & Zhang, 2017) برررای جدیررد اییشناسرر رویکرررد یررک 
 6ییره عمیرق   هانولوشن عصبی های شبکه اساس بر برنج های بیماری

(DCNN) 500 از متشرکل  داده م موعره  از اسرتفاده  برا . هردند ارائه 
 برنج، چندین شربکه  سالم و بیمار های ساقه و ها برگ از طبیعی تصویر
CNN بررسی و مقایسره شردند   برنج رایج بیماری 10 شناسایی برای .

                                                           
4- Support vector machine 

5- Hu’s moments 

6- Deep Convolutional neural network 
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 تفکیرک  %،48/95با میرانگین صرحت    توانست ها آنپیشنهادی  مدل
 ,Kawasaki, Uga) همکراران  و هاواسراهی . دهد ان ام را ها بیماری

Kagiwada, & Iyatomi, 2015)  تشرخیص  جدیرد  سیسرتم  یرک 
. هردنرد  ارائره  هانولوشن عصبی های شبکه براساس خیار برگ بیماری

 %،9/94صرحت  ‎متوسرط توانسرت برا    هرا  آن CNN مدل پیشرنهادی 
 اسلادوویچ. ان ام دهد سالم و بیمار هلاس دو را به خیارها بندی طبقه
 & ,Sladojevic, Arsenovic, Anderla, Culibrk) همکراران  و

Stefanovic, 2016) پیچیرده  های شبکه بر مبتنی جدید رویکرد یک 
 تفکیرک  برا . هردند پیشنهاد گیاهی های بیماری شخیصت برای عمیق
 گیراهی  هرای  بیمراری  رایرج  نروع  13 اطرا ، محیط از گیاه های برگ
 ت ربری  نتایج. شدند شناسایی CNN بر مبتنی پیشنهادی مدل توسط
عملکرد خروبی   تواند می CNN بر مبتنی پیشنهادی مدل هه داد نشان

 دقت و حساسیت براییی ‎متوسط ها داشته باشد و در تشخیص بیماری
 & ,Mohanty, Hughes ) همکرراران و موهررانتی. شررد گررزارش

Salathé, 2016بر مبتنی مدل ( یک CNN گونره  14 شناسایی برای 
 54306 از عمرومی  داده م موعره  از استفاده با. دادند توسعه محصول
 داده آموزش یشنهادیپ مدل سالم، و بیمار گیاهان های برگ از تصویر
 Jiang et) همکراران  و جیانگ. آمد دست هب درصد 35/99 دقت و شد

al., 2020) از CNN بررگ  بیماری تصویر های ویژگی استخرا  برای 
 و تیران  .هردنرد  استفاده آن های بیماری بینی پیش و بندی طبقه برنج و

 YOLOv3 اسراس  برر  سیسرتمی  (Tian et al., 2019) همکراران 
در هنگرام برداشرت    را رسریده   میوه سیب توانست می هه هرد طراحی

 Sunسان و همکاران ) .دهد ای شناسایی و تشخیص صورت لحظه هب

et al., 2022عمیق یادگیری شبکه ( از YOLO-v4 شناسرایی  برای 
 بررای  (Dai & Fan, 2022دای و فرن )  .هردند ارائه درختان های تا 

اسرتفاده   YOLOv5 از هشراورزی  محصرول  بررگ  بیماری تشخیص
 هانولوشرن  عصربی  هرای  شبکه هه دهد می نشان معالعات این. هردند
 شرده  استفاده گیاهی های بیماری تشخیص زمینه در ای گسترده طور به

 . ده استهم گزارش ش خوبی نتایج و است
با توجه به سابقه پژوهش، هرچنرد تحقیقرات مختلفری در زمینره     

های مختل  سایر محصویت زراعی و براغی ان رام    تشخیص بیماری
هارگیری هوش مصنوعی بر پایره شربکه    هگرفته است، ولی در زمینه ب

های مرسروم درخرت بِره     منظور تشخیص بیماری عصبی هانولوشنی به
هه بتوان دقرت   از طرفی، برای این نگردید.تاهنون هیچ تحقیقی یافت 

هرا یرا تصراویر     شبکه را بای برد، یزم است آن شبکه معرابق برا داده  
خوبی آموزش ببیند و تمامی پارامترهرا   ههای درخت بِه ب مرتبط با برگ

شبکه بر اساس برگ این درخت تنظریم گردنرد. لرذا هرد  اول ایرن      
نولوشررنی از پرریش هررارگیری چنرردین شرربکه عصرربی ها هپررژوهش، برر
های مختل  درخت بِه اسرت.   شده برای تشخیص بیماری دیده آموزش

هد  دوم توسعه یک مدل یادگیری عمیق پیشنهادی با ساختار جدید 

هرای ح ریم از پریش     ح رم برا شربکه    است هه بتواند با معماری هرم 
شده رقابت هرده یا حتی بهتر عمل هند. هد  سروم ایرن    دیده آموزش

های ییه عمیرق   پارامترهای اصلی شبکه یا اصلاح هایپر معالعه تنعیم
و رسیدن به یک مدل بهینه است. در این معالعه سعی گردید هه اثرر  

بنردی مرورد    هایپرپارامترهای هر دو بلوک هانولوشنی و بلروک دسرته  
 سی قرار گیرند.  ربر

 

 ها روش و مواد

‌آوری‌تصاویر‌جمع

 از فضای بِه درخت برگی ایه بیماری اهثر تصاویر معالعه، این در
مرهز تحقیقرات هشراورزی    و بدون هنترل دقیق شرایط محیعی از باز

هرای بیمرار    سپس تصویر مربرو  بره بررگ   . تهیه شد استان اصفهان
( بررش داده  Adobe Photoshop 2023افرزار فتوشراپ )   نررم  توسط

هررای مربررو  برره هررر بیمرراری دخیررره گردیررد.     شرردند و در پوشرره
 11تلفن همراه شیائومی مدل ردمی نوت  دوربین توسط برداری تصویر

منظور هاهش ح م و  مگاپیکسل ان ام شد و به 9پذیری  پرو با وضوح
همره  با پردازش اولیه،  های ییه عمیق، در شبکه ها آنامکان استفاده 

در این پژوهش سره گرروه    .تبدیل شدند 224×224وضوح  به تصاویر
برگ  زخم بیماری  آتشک، بیماری لشام بِه درخت رایج برگی بیماری

 1600مرورد معالعره قررار گرفتنرد. در هرل       پودری سفیدک بیماری و
بیماری زخرم   384بیماری آتشک،  390تصویر برگی درخت بِه شامل 

تصرویر بررگ سرالم     420برگ بیماری سفیدک پرودری و   406برگ، 
رخت های بیمار و برگ سالم د هایی از برگ نمونه 1تهیه شد. در شکل 

های ییه عمیرق در فرآینرد    جاهه شبکه آننشان داده شده است. از  بِه
هرایی هره از مرهرز     آموزش به تصاویر زیادی نیاز دارند، علاوه بر داده 

دست آمد، تعدادی نیز از طریرق   به تحقیقات هشاورزی استان اصفهان
 و برخی از محققان (Moore, 2022; David, 2023)فضای اینترنت 

های مرتبط با این محصرول هرار    ی دیگر هه قبلا در پژوهشها نااست
درجره،   45هرده بودند، تهیه شد و سپس به همک عملیرات چررخش   

نمایی، بازسازی تصاویر م موعه آموزشی  عمودی و بزرگ -افقی آینه
هرای   سرازی بررای داده  (. البته ایرن عملیرات باز  2ان ام گرفت )شکل 

نیررز تعررداد تصرراویر آمرروزش،   1آزمررون ان ررام نگرفررت. در جرردول  
اعتبارسن ی و آزمون مربو  به هر بیماری آوره شده است. برای پیردا  
هررردن الگرروریتم و عمومیررت دادن آن برره شرررایط مختلرر ، در ایررن 

های موجود روی درخت در شرایط  پژوهش سعی شد بخشی از بیماری
، در آموزش و تسرت  ها آنرداری شوند و سپس با برش واقعی تصویرب

 برده شدند.   هار  بهشبکه 
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d                                c                                     b                                    a 

 ( برگ سالم d)برگ و  لکه ( بیماریc)آتشک،  ( بیماریb) دریسفیدک پو بیماری (a)های مختل  برگی درخت بِه،  نمونه بیماری -1شکل 
Fig.1. Sample images of Quince leaf diseases (a) Powdery Mildew, (b) Fire Blight, (c) Leaf Blight, and (d) Healthy 

Leaf  

 

 

 درجه  45چرخش  (d)و  نمایی بزرگ( c)ی و عمودی، بازسازی توسط عملیات آینه هردن افق (b) ،تصویر اصلی (a)تصاویر،  بازسازی -2شکل 
Fig.2. Augmentation of (a) original image using (b) horizontal and vertical flips, (c) zoom in, and (d) 45-degree rotation  

 
 CNNهای  هشبک در ها داده آزمون و اعتبارسن ی آموزش، جهت 8:1:1 نسبت به ها داده بندی تقسیم -1 جدول

Table 1- Number of train, validation, and test data sets for training of CNN networks  

  تعداد تصاویر آزمون

Number of test 
images 

 تعداد تصاویر ارزیابی 

Number of 
validation images 

after augmentation 

تعداد تصاویر آموزشی بعد از 
 بازسازی

Number of training images 
after augmentation 

 تعداد کل تصاویر

Total number of 
images 

 بیماری برگ

Leaf diseases 

 سفیدک پودری بیماری 390       1248 156 39
Powdery Mildew 

 برگ زخم بیماری 384       1229 154 39
Leaf Blight 

 آتشک بیماری    406       1299 164 40
Fire Blight 

 برگ سالم     420       1344 168 42
Healthy Leaf 

 

‌های‌عصبی‌کانولوشن‌‌شبکه

منظور بررسی دقیق قابلیت شبکه پیشرنهادی و   در این پژوهش به
هرا مختلر  از دو روش    توسعه الگوریتم مناسب در تشخیص بیمراری 

، قابلیت 1استفاده شد. در روش اول با استفاده از روش یادگیری انتقالی
در  ResNet-101و  Inception-ResNet-v2ل مشررررهور دو مررررد

های درخت بِه در چهار  بندی بیماری منظور دسته ها به تشخیص ویژگی

                                                           
1- Transfer Learning 

b 

d 

a 

c 
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هرای انتقرالی در مقایسره برا      مختل  بررسی گردیرد. ایرن مردل   طبقه 
انرد و از محبوبیرت    های دیگر قابلیرت خروبی از خرود نشران داده     مدل

(. He, Zhang, Ren, & Sun, 2016هسررتند )برراییی برخرروردار 
 3های یادگیری انتقرالی در شرکل    ساختار هلی و نحوه استفاده از مدل

نشان داده شده است. در روش دوم یرک مردل پیشرنهادی یرادگیری     
سرازی اسرتفاده گردیرد. در مردل      هرا و مردل   عمیق برای آموزش داده

یپرپارامترهای مهم ماننرد  ، اثر ها سازی مدل منظور بهینه پیشنهادی، به
هرا، تعرداد    های هانولوشن و ادغام، تعداد فیلترهرا یرا هرنرل    تعداد ییه

، اثر حذ  تصادفی بررسری  ها آنهای  های شبکه عصبی و نورون ییه
افزار متلب  پردازش تصاویر در محیط نرم و تحلیل گردید. عملیات پیش

افزار پرایتون   نرمان ام و هدهای شبکه عصبی هانولوشن نیز در محیط 
هرا بره محریط     نوشته شد. برای امکان دسترسی به تصاویر، ابتردا داده 
 شیاز پرر هررا مرردلگوگررل درایررو منتقررل گردیررد. آمرروزش همرره    

1 محرریط در یشررنهادیو مردل پ  CNN شررده  دهیررد آمروزش 
Colab  بررا

 ان ام شد. Kerasو هتابخانه  Python 3.6افزار  استفاده از نرم
 

‌ResNet-101مدل‌
 ResNet-101  یک معماری شبکه عصبی پیچشی عمیق است
باشد و از  مانده( می های باقی )شبکه ResNet هه بخشی از خانواده
های یادگیری  مانده، رویکردی نوآورانه در مدل طریق یادگیری باقی

ها در  عمیق ارائه هرده است. این شبکه مشکل ناپدید شدن گرادیان
مانده حل  فاده از اتصایت باقیهای بسیار عمیق را با است شبکه
شوند اطلاعات به طور مستقیم به  هند. این اتصایت باعث می می
تر  های بسیار عمیق های بعدی منتقل شوند و امکان ساخت شبکه ییه

ییه پیچشی است هه به آن عمق  101این مدل دارای ود. فراهم ش
 عملکرددهد.  می یزم برای شناسایی الگوهای بسیار پیچیده را

ResNet-101  بندی تصویر و  ویژه در طبقه در وظای  پیچیده، به
تشخیص اشیا، عملکرد خوبی دارد. این مدل تأثیر زیادی در 

های بینایی هامپیوتری داشت و در هاربردهایی هه نیاز به  پیشرفت
برداری پزشکی و رانندگی خودهار، به طور  دقت بای مانند تصویر

 (. He,  Zhang,  Ren, & Sun, 2016) شود یمای استفاده  گسترده
 

‌Inception-ResNet-v2مدل‌
و  AlexNet ،ZFNetساده ماننرد   یمعمول قیعمی ییه ها شبکه

VGGNetیهرا  هیر اغلرب ی  ،رب ر  انیاتصال م گونه چیه داشتن ، بدون 
. در دارنرد  یبند طبقه یبرا 2هاملاً متصل یها هیو سپس ی یهانولوشن
 یمشرکل محوشردگ   توانرد  مری  هرا  هیر ی با افزایش تعداد ها شبکهاین 

                                                           
1- Google colaboratory 

2- Fully connected 

 ای 4انبریتصایت مهه این مشکل را با اضافه هردن ا دهد؛ رخ  3انیگراد
هرا   بکهردن شر هر  ترر  قیر عمحرل هردنرد و امکران     5یاتصایت اضاف

 مشرکل  نیشد تا ا یمعرف ResNet ی شبکه پذیر شد. در نتی ه امکان
هرای سراده    از طرفی برخلا  شربکه  را حل هند. انیگراد یمحوشدگ

برا   یلترهرا یفگیری از  به دلیل بهره Inceptionهانولوشنی، در شبکه 
ترر   های و دقیق ی داده، امکان ای اد نقشه ویژگیورودبر ابعاد مختل  
به دلیل داشتن  Inception-ResNet-v2د. لذا شبکه عصبی وجود دار

توانررایی برراییی را در  Inceptionو  ResNetمزیررت هررر دو شرربکه 
 ,.Szegedy et alاسرت ) هرا از خرود نشران داده     تشرخیص ویژگری  

2016 .) 

‌

‌ مدل‌پیشنهادی
ت هره  ای اسر  ویرژه  یمعمرار  دارای پیشنهادی یمدل شبکه عصب

های بررسی شده فوق، سعی شد  برای امکان مقایسه آن با سایر شبکه
در نظرر گرفتره    224×  224با اندازه ثابت  RGB یورود اندازه تصویر

 سره و بره دنبرال آن    لترر یف 16با  1هانولوشن  هیی شود. در این مدل،
بررای   .استفاده شدند 128و  64، 32 یلترهایبا ف دیگرهانولوشن  هیی

ادغرام    هیر ی ابعاد تصرویر، بعرد از هرر ییره هانولوشرن یرک      هاهش 
 6حداهثری اضافه گردید در انتهای آخرین ییه ادغام یک ییره فلرتن  

بنرد قررار داده شرد. در بلروک      عنوان ورودی بلوک طبقره  بعدی به یک
بندی جهت جلوگیری از افرزایش تعرداد پارامترهرا از یرک ییره       دسته

های  سیدن به جواب بهینه، اثر تعداد نورونی ربراپنهان استفاده شد و 
بر عملکرد نهایی مدل بررسی شرد. همچنرین در ایرن     128و  64، 32

ها بررسری گردیرد. در    بر عملکرد مدل 7بلوک اثر روش حذ  تصادفی
هرای هانولوشرن از ترابع     بندی و در تمامی ییه ییه میانی بلوک دسته

نیز از چهار نورون و با تابع  استفاده شد و در ییه آخر ReLUساز  فعال
معمرراری شرربکه  4اسررتفاده گردیررد. در شررکل  softmaxسرراز  فعررال

بندی بیمارهای مختلر  درخرت بِره نشران داده      پیشنهادی برای دسته
ی از نروع هاهشری   ریادگیر نررخ  شده است. در هنگام آموزش شربکه،  

 Adam سراز  نره یبه و ترابع ترابع   9/0تکانه  ،01/0با نرخ اولیه  8ای پله
 استفاده شد. 

 
 
 
 

                                                           
3- Vanishing gradient 

4- Skip connections 

5- Residual connections 

6- Flatten 

7- Dropout 

8- Step_decay 

https://scholar.google.com/citations?user=DhtAFkwAAAAJ&hl=en&oi=sra
https://scholar.google.com/citations?user=yuB-cfoAAAAJ&hl=en&oi=sra
https://scholar.google.com/citations?user=AUhj438AAAAJ&hl=en&oi=sra
https://scholar.google.com/citations?user=ALVSZAYAAAAJ&hl=en&oi=sra
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 های مختل  برگی درخت بهِ بندی بیماری شده در دسته دیده های از پیش آموزش فرآیند آموزش شبکه ساختار هلی و -3شکل 

Fig.3. Overall structure and processing of pre-trained networks for classification of Quince leaf diseases 

 

 بِههای مختل  درخت  بندی بیماری ی شبکه عصبی پیشنهادی برای طبقهمعمار -4شکل 
Fig.4. Proposed Convolutional neural network architecture for classification of Quince leaf diseases  
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‌ها‌های‌ارزیابی‌مدل‌شاخص

هرای مختلر  از    برای امکران مقایسره و ارزیرابی عملکررد مردل     
(، 2(، صررحت )رابعرره 1ی همچررون دقررت )رابعرره معیارهررای ویژهررا

شرود.   ( استفاده مری 4)رابعه  F1-score( و شاخص 3رابعه حساسیت )
ریختگرری اسررتخرا  هرررد  ترروان از جرردول درهررم ایررن معیارهررا را مرری

(Vidyarthi et al., 2021 .) 

(1) Accuracy =
TP + TN

TP + TN + FP + FN
 

(2) Precision =
TP

TP + FP
 

(3) Recall =
TP

TP + FN
 

(4) F1 − score =
2Precision × RecAll

Precision + Recall
 

هسرتند هره بره     ییها نمونهمثبت صحیح،  یاTP ها،  رابعه نیدر ا
 مثبرت هرادب  یرا   FPانرد.   شرده  یبنرد  طبقره  سالمدر هلاس  یدرست

 یبنرد  طبقره  سرالم عنروان هرلاس    هستند هه به اشتباه به ییها نمونه
ناسرالم   یدرست هستند هه بهیی ها مونهیا منفی صحیح، ن TN. اند شده

هسرتند هره بره     هایی نمونه هادب یمنفیا  FN. اند تشخیص داده شده
 .اند شده یبند طبقهناسالم اشتباه 
 

 نتایج و بحث

های اغتشاش مربو  بره سره مردل مختلر       ماتریس 5در شکل 
و مررردل  Inception-ResNet-v2 ،ResNet-101بررسررری شرررده  

هرای تسرت نشران داده شرده اسرت. از طریرق        پیشنهادی بررای داده 
-F1های دقت، صحت، حساسریت و   ها، شاخص های این ماتریس داده

score       استخرا  و محاسبه گردید. نترایج اولیره ایرن مراتریس نشران
-Inception-ResNetشرده   دیده های از پیش آموزش دهد هه مدل می

v2  وResNet-101  در تشرخیص   هرا  آنهه پارامترهرای   اینبه دلیل
انرد، لرذا دقرت     ها درختان به شکل اختصاصی اسرتخرا  نشرده   بیماری

خیلی خوبی در تشخیص از خود نشان ندادنرد. در بعضری از هارهرای    
هررای از پرریش   بنرردی مشررابه هرره از وزن فریزشررده شرربکه    طبقرره
است. شده استفاده هرده بودند، نتایج مشابهی گزارش شده  دیده آموزش

 ,Tiwari, Joshiبندی بیماری گیاهان زراعی ) عنوان مثال در طبقه به

& Dutta, 2021 بنردی میروه فنردق )    (، دسرتهShojaeian et al., 

هرای از   نتایج بهتری نسبت بره شربکه   ها آن( شبکه پیشنهادی 2023
دادنرد. البتره در بعضری از تحقیقرات دیگرر      دیرده نشران    پیش آموزش

دیرده   هرای پیشرنهادی و از پریش آمروزش     اختلا  زیادی برین مردل  
ها یرا تصراویر    توان به شباهت داده را می  مشاهده نگردید هه دلیل آن

هررای پیشررنهادی ارتبررا  داد  هررای فریزشررده و شرربکه ورودی شرربکه

(Vidyarthi, Singh, Xiao, & Tiwari, 2021) در مقایسرره .
، ResNet-101های نمونه تست، مدل 160های مختل ، از میان  مدل

Inception-ResNet-v2 نمونه بیماری را به  34و  45ترتیب تعداد  به
نمونره   15هه مدل پیشنهادی تنهرا   اند، در حالی بندی هرده اشتباه طبقه
 .گرفته است عنوان هلاس دیگر در نظر را به اشتباه به

هرای   هرای مختلر  بررای داده    تغییرات نمرودار دقرت مردل    روند
نشران داده شرده اسرت. همچنران هره       6آموزش و ارزیابی در شرکل  

هره در هرر سره نمرودار بعرد از       دهد، با توجه به این نمودارها نشان می
های آمروزش و ارزیرابی    دقت م موعه دادهدوره آموزشی،  40گذشت 

ن نشان از هرافی برودن آمروزش    به مقدار ثابتی همگراه شده است، ای
باشد. از طرفی همگرا بودن نمودارهرا بره نحروی نشران از      ها می مدل

 50ها هرم دارد. در نتی ره تعرداد دوره آمروزش      هافی بودن تعداد داده
هنرد. همچنرین رونرد آمروزش      ها هفایت می برای بررسی توانایی مدل
 1بررازش  ا بریش ه هدام از مدل دهد هه در هیچ نمودار ارزیابی نشان می

-ResNet-101 ،Inception هررای مرردلاتفرراق نیفترراده اسررت. دقررت 

ResNet-v2 ترتیب برابرر   های آموزش به و مدل پیشنهادی برای داده
دسرت آمرد و بررای تصراویر ارزیرابی نیرز        هبر  98/0و  88/0، 81/0با 
 حاصل شد.  94/0و  82/0، 75/0ترتیب برابر با  به

هرای   های اصرلی در آمروزش شربکه    هه یکی از چالش ییجا آن از 
باشرد، برا اجررای     بررازش مری   عصبی ییه عمیق وجود سرریز یا بیش
باشرد. لرذا در ایرن     رفرع مری   عملیات حذ  تصادفی این مشکل قابرل 

ها، اثر حذ  تصادفی بره انردازه    منظور بهبود عملکرد شبکه تحقیق به
دهد  نشان می 2بررسی شد. نتایج جدول   ه شبکهبر عملکرد هر س 5/0

هرا   هه اعمال ضریب حذ  تصادفی در اصلاح عملکررد بعضری مردل   
هررای  ترروجهی در دقرت مردل   تاثیرگرذار بروده و باعررث افرزایش قابرل    

Inception-ResNet-v2     و پیشنهادی شرده اسرت. هرچنرد در مردل 
ResNet-101 نداشته  این عامل تاثیر چندانی در اصلاح عملکرد مدل

هرای   دقرت مردل    است. در هل با اضافه هردن ییه حرذ  تصرادفی،  
Inception-ResNet-v2 2/3% و 5/2ترتیرررب  و پیشرررنهادی بررره %

% هراهش  6/2به انردازه   ResNet-101 افزایش یافت، ولی دقت مدل
پیدا هرد. با بررسی نتایج دیگران، استفاده از عملیات حذ  تصادفی در 

وصیه شده است و دلیل اثرگرذاری بهترر ایرن    های با عمق هم ت شبکه
تواند به دلیل عمق هم آن  میعملیات در شبکه پیشنهادی این معالعه 

 & Baldi)دیررده باشررد  آمرروزش مقایسرره بررا دو شرربکه از پرریشدر 

Sadowski, 2014; Mianjy, Arora, &Vidal, 2018) . 
  
 
 
 

                                                           
1- Over fitting 
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 شبکه پیشنهادی برای داده آزمون( c) و ResNet-101،(b )Inception-ResNet-v2 (a) های مدل ماتریس اغتشاش -5شکل 

Fig.5. Confusion matrix of (a) ResNet-101, (b) Inception-ResNet-v2, and (c) Proposed networks for test data set 
 

 

 
 مدل پیشنهادی (c) و ResNet-101، (b )Inception-ResNet-v2 (a) های های آموزش و ارزیابی مدل نمودار دقت داده -6شکل 

Fig. 6. Accuracy plot for training and validation dataset for (a) ResNet-101, (b) Inception-ResNet-v2 and (c) Proposed 
networks  
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 ؟     درخت بِه یمختلف برگ يها يماريب صيدر تشخ قيعم يريادگی ژهیو  تمیالگور يساز نهيتوسعه و بهو همکاران،  نادري بنی

 

هرا، سره    رسی اثر تعداد نورون در ییه مخفی بر دقت شربکه در بر
نورون در ییره مخفری بررسری     128و  64، 32سعح نورون با مقادیر 

در هر سه شبکه برا   دهد، نشان می 2گردید. همچنان هه نتایج جدول 
ها هاهش پیردا هررد و اصرلاح     ها دقت مدل افزایش خیلی زیاد نورون
. از طرفی با هم هردن تعرداد  گردیدها حاصل ن خاصی در خروجی مدل

هره در دو   نورون در شبکه پیشنهادی دقت افرت پیردا هررد. در حرالی    
دقت تغییرری   ResNet-101و  Inception-ResNet-v2شبکه دیگر 

خاصی نکرد. لذا با توجه به روند تغییرات، برای ایرن دو شربکه تعرداد    
  دید.نورون پیشنهاد گر 64و برای شبکه پیشنهادی  32نورون 

 CNNهای مختل   های ارزیابی مدل های ییه مخفی بر دقت داده اثر عامل حذ  تصادفی و تعداد نورون -2جدول 
Table 2- Effect of dropout value and the number of hidden neurons on the validation accuracy of CNN (lr=Step_decay 

and batch size= 64) 
Accuracy (%) Dropout Neurons CNN 

0.75 - 32 

ResNet-101 
0.75 - 64 

0.73 0.5 64 

0.72 - 128 

0.80 0.5 32 

Inception-ResNet-v2 
0.80 - 64 
0.82 0.5 64 

0.77 0.5 128 

0.92 0.5 32 

Proposed Model 
0.91 - 64 

0.94 0.5 64 

0.89 0.5 128 

 

، 5تشراش حاصرل از شرکل    هرای اغ  گیرری از از مراتریس   با بهره
نشران داده   3ها محاسبه و در جدول  پارامترهای مختل  عملکرد مدل

هرای   دهرد هره مردل    شده است. نتایج حاصل از این جدول نشان مری 
Inception-ResNet-v2  وResNet-101 های  بندی هلاس در طبقه

توان به  ها عملکرد نسبتا ضعیفی دارند و دلیل آن را می مختل  بیماری
دیده شده اشاره هرد هره   های از پیش آموزش های فریزشده شبکه زنو

  هرلاس مختلر  تصراویر پایگراه داده     1000هرا توسرط    قبلا این وزن
Imagenet    هرای ایرن    ای اد شده بودند. اختلا  خیلری زیراد هرلاس

توانرد یکری از دییرل هرم      های فعلی می های بیماری پایگاه با هلاس
 F1-Scoreهره شراخص    . با توجه به اینها باشد شدن دقت این شبکه

هرا   بنردی بیمراری   ها در دسرته  ملاک خوبی برای بررسی توانایی مدل
هرا در تشرخیص بیمراری     است، نتایج نشان از قابلیت بایی همه مدل

هرا در تشرخیص    زخم برگی دارد. از طرفری رفتارهرای یکسران مردل    
هرا از   سها برای تشخیص هرلا  دهد هه همه مدل ها نشان می بیماری
ها نشان  هنند و این تشابه رفتاری مدل های یکسانی استفاده می ویژگی

بنردی اسرت. نتی ره هلری      ها در عملیات دسته از عملکرد صحیح مدل
دهد مردل پیشرنهادی برا معمراری ویرژه هرم عمرق         ها نشان می مدل

ها را با دقت براییی از هرم تفکیرک دهرد. از      خوبی بیماری هتوانست ب
در مدل پیشرنهادی، آمروزش مردل هانولوشرنی برا تعرداد       هه  ییجا آن

هرا ان رام شرد لرذا      تصاویر زیاد و مستقیما توسط تصاویر بیماری برگ
های حاصل از تصاویر  های مدل هانولوشنی دقیقا معابق با ویژگی وزن
های اسرتخرا    دست آمده است و نگاشت خوبی بین ویژگی هها ب برگ

هررای از  هرره در مرردل ر حررالیهررا حاصررل گردیررد. د شررده و بیمرراری
هره از سراختار فریزشرده بلروک      شرده بره دلیرل ایرن     دیده آموزش پیش

های موجود در  هانولوشنی استفاده شد، تفاوت در نوع تصاویر یا ویژگی
 ، دقت مناسبی حاصل نشد. ها آن

در بررسی تحقیقات مشابه، در پژوهشی هه از شبکه عصبی ییره  
هرای برگری انگرور اسرتفاده شرد، در تمرایز        عمیق برای تمایز بیماری

، تار عنکبروتی از سرالم و   2از سفیدک درونی 1عنکبوتی هنه تار بیماری
 89و  89، 92هرای   ترتیرب دقرت   همچنین سالم از سفیدک درونی بره 

(. Gutiérrez et al., 2021شرد ) حاصرل  های تست  درصد برای داده
هرررای از  بیشرررتر از دقرررت مررردل  هرررا آنهرچنرررد دقرررت مررردل  

شده پژوهش حاضر بود ولی دقرت مردل پیشرنهادی     هدید آموزش پیش
پژوهش حاضر نشان از قابلیت بایی مدل پیشنهادی این تحقیق دارد. 

همتر از پژوهش حاضر است. در پرژوهش   ها آنهای  البته تعداد هلاس
شررده  دیررده هررای از پرریش آمرروزش  مشررابه دیگررری هرره از شرربکه  

AlexNet،GoogLeNet ،Inception v3 ،ResNet-50 ، ResNet-

منظرور تشرخیص زردی بررگ گیراه انگرور       به SqueezeNet و  101
بخشری حاصرل شرد و     ها نتایج رضرایت  استفاده شد، در اهثر این مدل
بود هه توانستند برا دقرت    ResNetهای  بهترین دقت مربو  به شبکه

%، تمایز بیماری زردی برگی را از سالم تشخیص دهند. البته 98بایی 
و تمایز خیلی زیاد بین دو  ها آنشده  های بررسی لاسهم بودن تعداد ه

                                                           
1- Spider mite 

2- Downy mildew 
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ترین دییل بای بودن  تواند یکی از مهم هلاس سالم و زردی برگی می
 ,.Cruz et alنسبت بره پرژوهش حاضرر باشرد )     ها آندقت پژوهش 

هرای هتران    در پژوهشی با هد  تشخیص تار عنکبوتی برگ (.2019
ا تر  01/0از  یا دو مرحله یریادگیبا نرخ  یانتقال یریادگی قیهه از طر
مردل   شرد، آمروزش داده   MobileNetV1 مردل  بر اسراس و  001/0
و  یم موعره آموزشر   یبررا % 29/92دقت  اب توانست قیعم یریادگی
 ,Yangاین بیماری را تشخیص دهد )م موعه آزمون  یبرا 88/91%

Luo, Wang, Chen, & Wu, 2019شابه دیگرر هره   (. در تحقیق م
 ,Tanerرقم مختل  فندق ان ام شد ) 17بندی  برای تشخیص و دسته

Öztekin, & Duran, 2021  مرردل پیشررنهادی دقررت بیشررتری ،)
، Inception-v3%( نسرربت برره روش یررادگیری انتقررالی ماننررد 6/98)

VGG-19  وresnet-50     داشت. هرچند در بررسری نترایج تحقیقرات
شده بیماری، دقت و  های بررسی دلیل هم بودن تعداد هلاس به  شابه،م

یا صحت بایتری نسبت به تحقیق حاضر گرزارش شرده اسرت، ولری     
  شرده در پرژوهش   هرای آمروزش داده   مقایسه نتایج نشان داد هه مردل 

حاضررر مخصوصررا مرردل پیشررنهادی قابلیررت برراییی در تشررخیص و  
 ها دارد.  بندی بیماری دسته

 

با  Inception-ResNet-V2و  ResNet-101ه شد دیده های از پیش آموزش مقایسه پارامترهای ارزیابی شبکه پیشنهادی با شبکه -3جدول 
 های آزمون استفاده از داده

Table 3- Comparing indices parameters of proposed network with pre-trained ResNet-101 and Inception-ResNet-v2 
networks using test dataset  

Accuracy F1-score Recall Precision Class CNN 

0.72 

0.63 0.56 0.71 Fire blight 

ResNet-101 
0.71 0.74 0.67 Leaf blight 
0.77 0.85 0.71 Healthy 
0.75 0.71 0.79 Powdery M 

0.79 

0.76 0.74 0.78 Fire blight 

Inception-ResNet-v2 
0.79 0.79 0.79 Leaf blight 
0.80 0.88 0.73 Healthy 
0.79 0.74 0.86 Powdery M 

0.91 

0.94 0.92 0.95 Fire blight 

Proposed Model 
0.87 0.87 0.87 Leaf blight 
0.89 0.95 0.84 Healthy 
0.93 0.88 0.97 Powdery M 

 

 گیری نتیجه

هرای مرزارع و    موقرع بیمراری   هه تشخیص و هنترل به ییجا از آن
 معالعه حاضرر ها برای هشاورزان از اهمیت فراوانی برخوردار است،  باغ

 صیتشخ یبرایادگیری عمیق  منظور ارایه مدل ویژه برای اولین بار به
های مختل  برگی درخت بِه ان ام گردید. در ایرن معالعره برا     بیماری
هرای بازسرازی یرا     پرردازش تصرویر، روش   یها کیکنی از تگیر بهره
 CNNماننرد   قیر عم یریادگی های و همچنین الگوریتمها  داده تیتقو

هرای   بندی تصاویر بیمراری  مناسب برای طبقه  به مدل یابیدستامکان 
لاس مختلر  فرراهم گردیرد. هرچنرد تفکیرک      ه مختل  بِه در چهار

های رنگی یرا برافتی بره     ژگیها بر اساس وی های مختل  برگ بیماری
پذیر است ولی  های هلاسیک پردازش تصویر هم امکان روش الگوریتم

های مختل ،  های ای اد شده توسط بیماری به دلیل تشابه زیاد ویژگی
های هلاسریک پرردازش    ها خاص و طراحی الگوریتم استخرا  ویژگی

یری پرذ  تصویر نیازمند پیچیدگی باییی است و در عرین حرال تعمریم   
های نوین  خیلی خوبی هم ندارند. لذا در این معالعه سعی گردید روش

شناسایی الگو هه دارای دقت برای بروده و بررای شناسرایی الگوهرای      
باشند، استفاده شود. در این پرژوهش از دو رویکررد    پیچیده مناسب می

برای درخت  CNNیادگیری انتقالی و توسعه الگوریتم پیشنهادی ویژه 
اده شد، هرچند در بعضی از تحقیقرات مشرابه، روش یرادگیری    بِه استف

اند ولی در این پژوهش  بندی نشان داده انتقالی نتایج بهتری را در طبقه
بخشی نشران ندادنرد.    شده نتایج رضایت دیده های از پیش آموزش مدل

هرا یرا    توان بره شرباهت برایی ویژگری     دلیل این نتی ه ضعی  را می
ربرط داد. البتره در    هرا  آنبلروک هانولوشرنی    هرای  مناسب نبودن وزن

بنردی   خروبی در طبقره   مقابل، شبکه پیشنهادی توانست نتی ره خیلری  
توانرد بره دلیرل یرادگیری      ها نشان دهد و این نتی ه خوب می بیماری

بندی باشرد. نترایج    های هر دو بلوک هانولوشنی واحد طبقه دقیق وزن
تواند  شده در این تحقیق می هئی ارادهلی نشان داد هه الگوریتم پیشنها

هررای درخررت بِرره و  تشررخیص بیمرراریدر  افررزار عنرروان یررک نرررم برره
افزارهای موبایل، به شرکل بلادرنرگ در باغرات و     استفاده در نرم قابل

 .  شودهار گرفته  همزارع ب

 مشارکت نویسندگان

 سرازی  هرا، شربیه   داده هرا، پرردازش   داده آوری ی: جمرع بنر  ینادر نیام
 و تهیه متن اولیه یوتری، استخرا هامپ/عددی



 ؟     درخت بِه یمختلف برگ يها يماريب صيدر تشخ قيعم يريادگی ژهیو  تمیالگور يساز نهيتوسعه و بهو همکاران،  نادري بنی

 لیر تحل ،یشناس روش ،یساز مفهوم ت،یرینظارت و مدحسین باقرپور: 
 متن شیرایو ،یوتری/هامپیعدد یساز هیشب ،یاعتبارسن  ،یآمار

 ،یافرزار  خردمات نررم   ،یمشاوره فنر  ،یشناس روشجعفر امیری پریان: 
 متن شیرایو
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